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PREFACIO

Esta obra foi elaborada a partir de ampla pesquisa bibliogrifica
e da disponibilidade de artigos cientificos relacionados ao tema,
procurando organizar e tornar acessiveis conhecimentos que vém
sendo construidos e aperfeicoados por inimeras contribui¢ées ao
longo do tempo.

Contou com a revisio do professor Carlos Oliveira, atualmente
docente da NYU. Por compreender que o conhecimento ganha
maior valor quando compartilhado, este material é disponibili-
zado de forma gratuita e aberta, com a expectativa de que possa
estimular novas reflexdes, aplicacoes e desdobramentos tteis aos
seus leitores e usudrios.
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CAPITULO1

0 PANO DE FUNDO
DA LINGUAGEM
TRANSFORMADA
EM TECNOLOGIA.
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Tragar a jornada dos modelos linguisticos modernos, que
conhecemos por LLM (Large Language Model), e em tradu-
¢ao livre "Grandes Modelos de Linguagem”, assusta.

Na medida que minhas notas para o que era para ser um artigo
foram se avolumando, chegando a 150 pdginas que abriram espa-
¢o para outras 150, e mais delas se eu ndo me desse ordem de pa-
rada, em algum momento “paralisei”. Naquele ponto eu nio soube
como organizar as notas e por onde comegar. As notas chegaram
a milhares de pdginas e deixei acontecer.

Nossa raga é engenhosa, o que torna a jornada emocionante e en-
volve centenas de super-heréis anonimos. Vou tentar citar alguns
deles, em prejuizo a outros que serdo injusticados por nio terem
seus nomes devidamente agraciados.

O século XX amanheceu com a consolida¢do dos processos au-
tomdticos iniciados na Revolugio Industrial, movimento que,
embora surgido no século XVIII, transformaria profundamente a
produgio e a gestdo no século “moderno”.

Antes da chegada da maquina automitica, movida a vapor, eletri-
cidade, combustio ou energia hidrdulica, as disciplinas de proba-
bilidade, voltada 4 modelagem do incerto, e de estatistica, voltada
a coleta, organizagio e interpretagio de dados observados, ainda
tinham uso mais restrito. Com a ascensdo dos movimentos taylo-
rista e fordista, tornaram-se centrais: quem nio mede, nio gerencia.

Antes disso, a estatistica tinha uso limitado, descritiva, pelo Es-
tado. Censos populacionais, tributagio e rotas comerciais. Ainda
nio havia se fundido com a probabilidade, que se concentrava até
entdo em prever resultados em jogos de azar (sorteios, urnas, da-
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dos perfeitos), o que fora um campo fértil para o desenvolvimento

da probabilidade moderna.

Essa fusdo entre as técnicas matemadticas e os processos automa-
ticos de produgio viria a simbolizar a Modernidade: o projeto ra-
cional de organiza¢ido do mundo, baseado em medi¢io, predicio,
eficiéncia, ordem técnica e gestao cientifica.

Esse paradigma nio apenas moldou os modelos de eficiéncia em-
presarial, como também guiou o esforgo académico norte-ameri-
cano, de cardter tecnocritico, especialmente na primeira metade

do século XX.

Contribuicoes da estatistica e da probabilidade ao homem
moderno

E importante citarmos os ganhos, especialmente sentidos no sé-
culo XX, que a modernidade trouxe a partir da estatistica e da
probabilidade, duas importantes disciplinas da Matemadtica, a fim
de preparar o solo para nossas descobertas nesse livro.

- Censo e planejamento nacional, que a partir do conceito
estatistico de amostragem, foram fundamentais para o pla-
nejamento urbano, a alocagio de recursos e a representagio
politica, entre outros.

- Medicina baseada em evidéncias, que a partir dos mode-
los randomicos de testagem, obteve tratamentos mais as-
sertivos e eficazes, e se tornou modelo fundamental para a
aprovacio de novos tratamentos ou medicamentos.
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- Controle de qualidade industrial, a partir do desenvolvi-
mento dos controles estatisticos de processo, que permitiu
a produgdo em massa de itens de alta qualidade, baixando
os custos envolvidos e possibilitando a todos nés as condi-
¢es para obtermos automaveis e eletrodomésticos a pregos
razoaveis.

- Criagdo de indices econémicos, como PIB e indices de
infla¢do, que foi central na estabiliza¢do das economias e na
formagcao de riqueza pelas familias.

- Epidemiologia e satde publica, que a partir de modelos
estatisticos pode rastrear os padroes de expansio de doen-
¢as como a gripe espanhola e o HIV, entre outros exemplos.

- Projeto genoma humano, que através de bioestatistica,
conseguiu sequenciar e entender o genoma humano, abrin-
do espago para avangos em pesquisa genética que viriam a
ser a base para a prevengio e a cura de doengas, tecnologias
de reprodugio e o tratamento personalizado, com muito
mais por Vir.

- Exploragio espacial, quando comprova a confiabilidade
de materiais e conjuntos de engenharia para que suportem
condi¢coes adversas e desconhecidas. Muitas dessas tecno-
logias estdo disponiveis para o uso cotidiano das pessoas
normais, tais como a tecnologia GPS, os painéis solares,
mamografias digitais, filtros de dgua, garrafas térmicas e até
mesmo colchdes.

Ciéncias atuariais e as apdlices de seguro, assim como os merca-

dos financeiros, podem completar essa lista.
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Um encontro acidental

Eram as décadas de 40 e 50, e nas mesmas universidades onde
os modelos probabilisticos e estatisticos ji ganhavam for¢a ha
50 anos em laboratérios de engenharia e departamentos indus-
triais, havia também outro ntcleo, mais distante da matemdtica,
interessando-se em ocorréncias quantitativas: o bloco das ciéncias
humanas.

Psicélogos, linguistas e neurocientistas ji se dedicavam ha dé-
cadas ao estudo da linguagem, fosse por seu cariter cognitivo e
antropoldgico, fosse pelas bases biolégicas ligadas as atividades
elétrica e quimica do cérebro.

Mas algo comegava a mudar: crescia o interesse por uma visdo
estruturada da linguagem, especialmente quanto a sua constru-
¢do em termos combinatérios. Como o cérebro organiza os fone-
mas para formar palavras? Como organiza as palavras para criar e
manter sentido?

Eram os primeiros flertes entre linguagem, probabilidade e esta-
tistica.

Representado por Noam Chomsky, formado na Universidade da
Pensilvinia e depois professor no MIT, nascido na Filadélfia e
filho de pais judeus, um importante movimento de linguistas, psi-
cologos, filésofos e 16gicos, em diversas universidades, passou a se
dedicar a compreensio da formagio da linguagem, oral e escrita.

Entre eles estavam Zellig Harris, orientador de Chomsky na uni-
versidade da Pensilvania, Roman Jakobson (MIT e Harvard), rus-

so que trouxe a tradi¢do do Circulo Linguistico de Praga, Morris
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Halle (Harvard e Princeton), e sua fonologia generativa, George
A. Miller (Harvard e Princeton), e seus modelos formais da men-
te, e Jerry Fodor, ligado ao MIT e a Rutgers University, com a
ideia de que a mente é composta por médulos operacionais.

O livro de Chomsky, Estruturas Sintaticas (1957), é seminal, e
propos que a linguagem é determinada por um conjunto de nor-
mas que sdo naturais no funcionamento cerebral. O livro marca
essa nova fase da abordagem linguistica, que deixa a abordagem
humanista comportamental e se transforma no conceito funda-
mental em teoria de ciéncias computacionais e linguagem formal.

Houve tentativas anteriores de interpretar a linguagem pela pers-
pectiva estrutural: Panini na India no século V a.C., Al Kindi no
século IX no mundo drabe, que contou a frequéncia de letras em
drabe para decifrar mensagens cifradas, Leon Battista Alberti, no
século XV onde hoje estd o territério italiano, que observou a fre-
quéncia de letras no latim, além de virios criptoanalistas do século
XIX e alguns linguistas na virada do século XIX para o XX, como
Saussure, que pensou a linguagem como um sistema de simbolos.

Mas seria o movimento de Chomsky o mais estruturado e repre-
sentativo movimento de compreensio da linguagem a partir dos
humanistas.

Ja no lado dos “cientifistas”, ou “exatistas”, e antes de Chomsky e
sua turma de humanas, havia amplo interesse pelo tema de codi-
ficagdo da linguagem, principalmente por motivos de seguranca
nas comunicagdes de guerra, em vista as mensagens criptografa-
das de inimigos.

Ocorre que esses esforcos comegam a transitar por interesses
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comerciais.

No centro de um acontecimento que viria a moldar o futuro esta-
va o MIT (Massachusetts Institute of Technology), uma empresa
chamada Bell Labs, que era o principal centro de desenvolvimen-
to de tecnologias de comunicagio do planeta, e um engenheiro e
matemadtico aplicado chamado Claude Shannon, nascido no in-
terior do Michigan de pai funciondrio publico e juiz de paz da
cidade, e de mie professora de escola primaria.

Shannon trabalhava para o Bell Labs, o braco de pesquisa em
telefonia da AT&T, e enquanto a empresa crescia pela crescente
demanda em comunicag¢ées nos EUA, problemas com a eficiéncia
da infraestrutura (postes, fios e cabos) tentavam ser resolvidos:
como transmitir mais dados com menos estrutura?

Codificando, comprimindo, garantindo a transmissao integra da
informagdo. Um problema de ordem econémica no setor de co-
municagdes.

Por seus trabalhos, em especial “A Mathematical Theory of
Communication”, publicado em 1948 no Bell System Technical
Journal, Shannon passou a ser reconhecido como uma das figuras
fundadoras da teoria da informagio, com impacto sobre comu-
nicagio digital, compressio de dados e modelagem estatistica de
sequéncias.

Shannon usaria, de forma indireta, a mesma estrutura de pensa-
mento de outro matemdtico que outrora havia se interessado pela

estrutura de linguagem.

Nascido no interior do império Russo em 1856, filho de pai fun-
ciondrio publico e mie do lar, Andrey Markov se tornaria mate-

14
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matico com foco em teoria das probabilidades.

Observando a ocorréncia de vogais e consoantes no texto de Eu-
gene Onegin, de Pushkin, Markov publicou, em 1913, um ex-
perimento estatistico aplicado a simbolos linguisticos, abordando
a dependéncia entre eventos sucessivos, ou seja, a proxima letra
ocorrerd em razio da letra anterior, probabilisticamente.

Criava-se nesse momento as Cadeias de Markov, das quais o lei-
tor terd noticias logo adiante.

Até aqui acredito que se demonstrou que o interesse pela lingua-
gem do ponto de vista matemdtico (como ela se combina) esteve
sempre presente na humanidade.

Pode-se até inferir algo ainda mais iluminador: entre nés, estdo
sempre presentes aqueles que tomam gosto pela observagio dos
padroes. E a Matemitica passa a figurar como ferramenta central
na contagem desses padroes na dimensio tempo-espago.

Galileu e os movimentos celestes, Maxwell e a eletricidade, Men-
del e a genética das ervilhas, Mendeleev e sua tabela periédica
dos elementos quimicos, Darwin e a selegdo natural, Kepler e os
movimentos planetirios, Linnaeus e a taxonomia, Pasteur e teoria
dos germes e doengas, Bach e os padrdes da estrutura musical.

Nio faltariam exemplos.

A linguagem nio escapou do escrutinio desses dedicados obser-
vadores, dessa vez com Alan Turing, Claude Shannon, Andrey

Markov e Noam Chomsky.
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Abstraindo a ideia

Mergulhe na seguinte proposi¢do: temos um conjunto finito de
coisas, e logo compreenderemos a razio de ser finito.

Pense em uma caixa com pe¢as de madeira com encaixes regula-
res, macho e fémea, ou seja, todos os encaixes se combinam entre
macho e fémea de todas as pecas. Algumas pegas tém 3 encaixes,
1 fémea e 2 machos, outras tém 5 encaixes, 4 fémeas e 1 macho,
outras tém 2 encaixes, somente machos, e assim por diante.

Quantos modelos de pegas sdo possiveis e de quantas formas po-
demos combind-las? Esse é um exercicio de andlise combinatéria
e de permutagio. Quantos conjuntos posso criar com essas pegas?
Esse é um exercicio de combinagio.

Agora considere que 300 pessoas combinaram e criaram conjun-
tos com essas pegas e vocé obteve os resultados. O que vem logo a
cabeca? Quais foram as pegas mais utilizadas? Quais as pecas que
sdo combinadas mais vezes? Quais pe¢as vém sempre em seguida
de outras tais pegas? Se vocé obtiver essas informagdes, vocé obte-
ve dados estatisticos sobre essas pegas e suas combinagdes.

Vamos mais adiante, e pensemos na seguinte situagdo: convida-
mos um amigo para combinar essas pegas, montando sequéncias
e conjuntos. Podemos nos aventurar a adivinhar as pecas que ele
mais vai usar e quem sabe as sequéncias e conjuntos que ele vai
montar? Se sua resposta ¢ sim, vocé acaba de adentrar no territ6-

rio das probabilidades.

Ocorre que, para fins de esclarecer que esse foi um exemplo simplé-
rio para criar compreensio intuitiva, 300 ocorréncias é uma amostra

16
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pequena perto da populag¢io de pessoas que podem montar pegas.

Se tivéssemos uma amostragem de 1 bilhdo de pessoas e suas
montagens, em razio da Lei dos Grandes Numeros, nos aproxi-
mariamos da verdade factual com incrivel precisdo em relagio as
preferéncias humanas na montagem dessas pecas. Pois bem, duas
grandes tradi¢oes se aproximariam dessa nova caixa de pegas, a
das palavras: de um lado, Chomsky e os linguistas formais, inte-
ressados nas estruturas internas da linguagem; de outro, Shan-
non, Markov e a tradigdo estatistica, interessados na contagem, na
codificagdo, na incerteza e na probabilidade das sequéncias. Por
caminhos diferentes, ambos ajudaram a transformar a linguagem
em objeto técnico.

Primeiramente levando em considera¢do regras sintiticas e se-
manticas, e depois deixando de lado essas estruturas e partindo
somente para a andlise combinatdria e estatistica da lingua, esse
batalhdo de pessoas se dedicou a inferir probabilidades para nossa
préxima palavra, escrita ou falada. Um verdadeiro jogo de adivi-
nhar o préximo nimero nos dados.

E fizeram isso ndo a partir de 300 pessoas montando pegas, mas a
partir de volumes cada vez maiores de linguagem registrada. Em es-
cala crescente, sistemas computacionais passaram a processar enci-
clopédias, livros, arquivos de bibliotecas, publicagdes cientificas, tex-
tos jornalisticos, documentos universitdrios, poemas, letras de musica,
paginas da web e, mais tarde, também linguagem matematica.

Em certo sentido, comegaram a “ler o mundo”: contar palavras,
mapear combinagdes, identificar recorréncias e estimar o que po-
deria vir a seguir.
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Com verdadeiros observadores de padrdes, como tantos outros
citados neste capitulo, esses sistemas transformaram linguagem
em contagem, combinagio e probabilidade.

Importante notar que, por muito tempo, essa leitura do mundo
ocorreu majoritariamente em lingua inglesa, tema que trataremos
adiante. Ainda assim, a 16gica estava dada: quanto maior o volume
de textos observados, maior a capacidade de estimar continuida-
des provéveis. A partir disso, os modelos passaram a imaginar o
que vocé dird a seguir, muitas vezes com impressionante precisao,
apoiados na Lei dos Grandes Numeros.
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A evolucao na linha do tempo.

Se o leitor ji compreendeu que tudo se trata de um esforgo em
compreender a préxima palavra, ou conjunto delas, e que isso
ocorre puramente por aplicagio matemdtica (0 que serd mais
comentado adiante), vamos dar uma olhada nos acontecimentos
mais importantes na evolugio dessa tecnologia no tempo.

Antes de falarmos das aplica¢des priticas que foram tomando
corpo nos ultimos 70 anos de cdlculo 1égico da linguagem, pre-
cisamos trazer para o contexto duas figuras importantes, Warren

McCulloch e Walter Pitts.

McCulloch nasceu em Nova Jersey e estudou filosofia e psico-
logia na Universidade Yale e mais tarde Medicina na Universi-
dade Columbia, enquanto Pitts, embora brilhante pensador com
profundo conhecimento de l6gica, matematica e filosofia, jamais
obtivera graduagio educacional formal.

Os dois se conheceram na Universidade de Chicago e juntos
publicaram, em 1943, o artigo “Um Cailculo Légico das Ideias
Imanentes a Atividade Nervosa”, atualmente considerado o artigo
fundador das redes neurais artificiais, das quais falaremos adiante.

O que McCulloch e Pitts propuseram ¢ que ¢ possivel usar mode-
los matemadticos e computacionais para simular o funcionamen-
to dos neurénios do cérebro, baseando-se na ideia de que esses
neur6nios se comunicam por meio de sinais simples, como “sim”

» «

ou “ndo”, “ligado” ou “desligado”.

Embora o cérebro real seja muito mais complexo, esse modelo
bindrio ajudou a compreender, de forma légica, como redes de
neur6nios podem representar pensamentos. Além disso, inspirou

23



AINTELIGENCIA ARTIFICIAL CONTADA

o desenvolvimento das redes neurais artificiais, utilizadas nos dias
de hoje em sistemas de inteligéncia artificial para reconhecer pa-
drdes, aprender representagdes e resolver problemas complexos.

McCulloch e Pitts mostraram que redes neuronais idealizadas,
compostas por unidades bindrias simples, podiam implementar
operagdes logicas. Essa aproximagao entre neur6nios, 1égica formal
e computagio ajudou a aproximar o estudo do cérebro das ideias de
méquina universal e computabilidade formuladas por Turing.

Logo adiante, Frank Rosenblatt, nascido em 1928 em New Ro-
chelle, Nova York, formado em psicologia pela Cornell Universi-
ty e mais tarde pesquisador no Cornell Aeronautical Laboratory
(hoje Calspan), propos o Perceptron, baseado nas ideias de Me-

Culloch e Pitts.

Embora fosse psicélogo de formagio, Rosenblatt tinha um forte in-
teresse interdisciplinar, e unindo neurociéncia, matemdtica e com-
putagio, tentou entender como o cérebro processa informagées. A
proposta era de uma mdquina inspirada no funcionamento do
neurénio biolégico.

Ele acreditava que a mente humana aprendia ajustando a “for¢a”
das conexdes entre neurdnios, e projetou um sistema que fazia o
mesmo: ajustava pesos numéricos com base em erros de previsio.

O Perceptron era uma méquina com entradas (inputs), pesos
(weights), um somador e uma fungdo de ativagio. Ele aprendia
a classificar padrdes (por exemplo, distinguir letras, figuras geo-
métricas ou rostos), ajustando seus pesos apés cada erro. Pego ao
leitor que reserve esse racional e 14 na frente vocé se encontrard
com ele novamente.
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O Perceptron foi anunciado publicamente pela Marinha dos
EUA (que financiava o projeto) em 1958, como um marco na
constru¢do de maquinas capazes de aprender.

O evento teve ampla cobertura na imprensa. O New York Times
chegou a escrever em um artigo denominado New Nawy Device
Learns By Doing, em 8 de Julho de 1958, que o Perceptron seria
capaz de “andar, falar e se conscientizar de sua prépria existéncia’
no futuro. O entusiasmo era enorme, e a era publica da IA parecia
ter comegado ali, com promessas que excediam em muito a capa-
cidade técnica real daquele momento.

Anos 1950 aos anos 1970: primeiros modelos estatisticos
de linguagem

Utilizando uma proposi¢do matemitica desenvolvida por Andrey
Markov no inicio do século XX e aplicada por ele, em 1913, a
andlise estatistica de letras em Eugene Onegin, os primeiros mo-
delos estatisticos de linguagem passariam a explorar a ideia de
dependéncia entre eventos sucessivos. Esses modelos trabalhavam
com matrizes que atribuiam probabilidades pré-definidas a cada
transi¢do possivel. Assim, quando o sistema era provocado por
uma palavra digitada, ele indicava qual seria a palavra mais pro-
vével em seguida.

Em um exemplo pritico e simpldrio, se vocé digitasse a palavra
“eu”, o modelo, previamente alimentado com pesos estatisticos,
atribuia 37% (0,37) de chance para a palavra “quero” e 22% (0,22)
para a palavra “vou”. Nesse cendrio, escolhia a opgao mais provével.
E aqui que aparece o conceito matemitico de probabilidade con-
dicional: a chance de ocorrer algo (uma palavra) dado que algo j
aconteceu (a palavra anterior).
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Vemos ai o surgimento da ideia do que hoje chamamos de con-
junto de treinamento: quando os pesquisadores analisavam ma-
nualmente grandes volumes de texto (corpus), contavam ocor-
réncias e calculavam probabilidades de combinagdes observadas,
inicialmente com muito mais interven¢io manual e, depois, com
crescente apoio computacional.

Esses modelos eram naturalmente limitados, tanto pela tecnologia
da época quanto pela complexidade dos cédlculos, que dependiam
de recursos computacionais limitados e de procedimentos muito
mais artesanais do que os atuais. Por isso, conseguiam analisar
apenas duas ou trés palavras anteriores por vez, formando o que
chamamos de modelos de bi-grama ou tri-grama e tendo dificul-
dades com frases mais longas. Essa dificuldade iria acompanhar
os pesquisadores em inteligéncia artificial por décadas.

Seu uso comercial direto ainda nio havia se consolidado naquele
periodo, mas ha registros de aplica¢des experimentais importan-
tes conduzidas por centros como a IBM, Bell Labs e o MIT, es-
pecialmente no campo do reconhecimento de fala. Esses modelos
ajudavam a interpretar mensagens com sons ambiguos, aprimo-
rando a comunicagio por voz.

O Bell Labs, por exemplo, apresentou nos anos 1950 o sistema
AUDREY, voltado ao reconhecimento de digitos falados, en-
quanto a IBM demonstrou nos anos 1960 o Shoebox, capaz de
reconhecer nimeros e comandos simples. Esses sistemas ainda
eram restritos, mas ajudaram a consolidar a ligacio entre lingua-
gem, estatistica, acdstica e computagio. Também foram empregados
por governos, como os dos Estados Unidos e da URSS, para analisar
padrdes de comunicagdo interceptada. Em universidades como MIT
e Stanford, comegaram a surgir sistemas de corregio automatica de
palavras com base nessas técnicas.
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Essas pesquisas formaram a base para o que viria a ser, anos de-
pois, o autocompletar de palavras e frases, presente em diversos
produtos, como o Microsoft Word, que hoje jd utiliza modelos
mais sofisticados, baseados em combinag¢des de diferentes mode-
los matemdticos e computacionais.

Para o leitor ter uma ideia da profundidade histérica, os funda-
mentos matemdticos desses modelos de linguagem surgem em
1654, nas correspondéncias entre Blaise Pascal e Pierre Fermat,
ao discutirem jogos de azar. O que Andrey Markov faria mais de
dois séculos depois fora um avango conceitual: tratar a depen-
déncia entre eventos sucessivos de forma sistemdtica, criando o
modelo de cadeia de estados, em que o futuro depende apenas do
presente.

A matematica por tras dos primeiros modelos
Os primeiros modelos de linguagem se baseavam em uma ideia
simples: a de que o futuro dependia apenas do presente. Essa era
a esséncia das cadeias de Markov.
Formalmente, a probabilidade de uma palavra (w_t) ocorrer em
uma sequéncia dependia apenas de um nimero limitado de pala-
vras anteriores.
No caso mais simples, o bi-grama:
P(wt ‘ U}t_l)

Em versdes mais longas, o tri-grama ou n-grama:

P(wt ‘ W{t-1}, W{t—2}5 - - - w{t—n+1}>

2



AINTELIGENCIA ARTIFICIAL CONTADA

A ideia central era estimar essas probabilidades a partir da con-
tagem das ocorréncias no corpus, o conjunto de textos usados no
treinamento. Por exemplo, se em um corpus a palavra “eu” apare-
cesse 10.000 vezes como contexto, e em 370 dessas ocorréncias
fosse seguida por “quero”, o modelo calcularia:

370
10.000

P(quero | eu) = = 0,037

Esse célculo simples ilustrava como as mdquinas “aprendiam” a
linguagem: ndo por significado, mas por frequéncia. Quanto mais
vezes duas palavras apareciam juntas, mais forte era o vinculo es-
tatistico entre elas. Essa relagdo entre probabilidade e contexto
formava o primeiro elo entre a matemidtica pura e a linguagem
humana: o nascimento da linguistica computacional moderna.
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Agora veremos os modelos de linguagem escrita sofrerem
uma paralisacao que duraria aproximadamente 20 anos.

Em outras palavras, nés, a humanidade, ficamos 20 anos no mo-
delo de Bi-Gram ou Tri-Gram de Markov, que era capaz de pre-
ver a préxima palavra que viria depois de gato, mas nio conseguia
observar relagdes entre gato, rato, miau, tigre, co, ou outras pala-
vras diretamente relacionadas ao contexto dos gatos.

Mesmo que se criassem modelos para relacionar palavras distan-
tes, como por exemplo, ligar a primeira e a Gltima palavra de uma
frase com 20 palavras, o problema era outro.

Em um corpus, conjunto de textos limpos para anilise, ou dazaset
training, como preferir chamar, com um vocabulirio de 50 mil
palavras unicas, seria relativamente simples calcular o peso esta-
tistico de cada palavra isoladamente.

Usando linguagens como C, que era a principal linguagem usa-
da em projetos de NLP (Processamento de Linguagem Natu-
ral), bastaria contar quantas vezes a palavra “vocé” aparece (por
exemplo, 300 vezes) e dividir pelo total de palavras do corpus,
obtendo a probabilidade de ocorréncia de “vocé” nesse conjunto

(P = 0,006 ou 0,6%).

O problema surgia quando se tentava combinar essas palavras em
sequéncia. Para calcular a probabilidade de pares de palavras, ou
seja, “vocé” combinada com mais uma palavra, “vocé” precisaria
ser combinado com cada uma das 50 mil palavras do vocabuldrio.
Para todos os pares, isso significava 50 mil ao quadrado. Se fossem
trios de palavras (trigramas), ou seja, “vocé” combinada com mais
duas palavras, o cilculo seria de 50 mil ao cubo. Aqui ja estamos
falando de 125 trilhées de combinag¢des, um volume que extrapo-
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lava a capacidade computacional da época.

Levaria duas décadas para transpormos esse obstéculo, periodo cha-
mado de inverno da IA, marcado por muito esfor¢o e pequenos
avangos.

Em virtude de interesses governamentais e comerciais, a huma-
nidade seguiria para outro sentido por um certo tempo. Com o
aumento no uso de voz (telefones, assistentes de voz, call centers),
além dos interesses estratégicos dos paises desenvolvidos, os modelos
passaram a se concentrar em converter sons em palavras.

O que era preciso estava disponivel: a fala ¢ bem definida em ter-
mos acusticos e é sequencial, o modelo matematico era suficien-
te para reconhecer os fonemas (ndo para compreendé-los), e nos
anos 90 os processadores da geragio Pentium podiam processar o
reconhecimento de pequenos vocabuldrios. Além disso, era possi-
vel gerar receitas a partir do que jd estava disponivel.

Softwares que convertiam ditados em texto para usos médicos,
legais e negécios, automagio de call centers para bancos, empresas
aéreas e de telecomunicagdes. A tecnologia cortou custos relevan-
tes para essas industrias, e sistemas de atendimento com a fungio
“com quem vocé quer falar” substituiram milhares de pessoas.

Acreditava-se que o reconhecimento de fala era o santo Graal em
defesa, negécios e telecomunicagoes, e todo mundo queria uma
cadeira nessa mesa. Os Estados Unidos tinham uma agéncia con-
centrada nisso, a DARPA, que financiou pesquisas no Carnegie

Mellon University, SRI International, MIT Lincoln Labs, IBM
Research, AT&T Bell Labs, Stanford, entre outros.

A Unido Européia e o Japdo nio ficaram de fora, com a primeira
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financiando virias iniciativas descentralizadas, mas que viriam a ser
importantes futuramente como formagio de corpora, e o ultimo fi-
nanciando iniciativas da N'T'T, Nec, Fujitsu e Hitachi, entre outras.

Mas se o modelo matematico disponivel era dito suficiente, assim
como a capacidade de processamento e seu uso real, como isso
funcionava na prética?

Modelos baseados em HMM (Hidden Markov Models) “ou-
viam” um som. A partir das caracteristicas desse som (frequéncia,
amplitude, duragio), que era um input definido (embora muitas
vezes com ruidos), e basicamente formado por uma sequéncia de
fonemas, o modelo buscava, entre possibilidades ocultas (palavras
que nio estavam diretamente observadas nos fonemas ouvidos),
qual delas tinha maior probabilidade de, ao ser pronunciada, gerar
sons semelhantes aos fonemas captados. Na maior probabilidade
de similaridade, o modelo definia que aquele som correspondia a
determinada palavra.

Como o modelo operava relacionando um som com um fonema,
e, na contramao, um fonema com o som esperado ao ser pronun-
ciado, tudo a partir de um conjunto de dados organizados (trai-
ning dataset), que era basicamente um grande volume de vozes
gravadas associadas a fonemas e palavras, a questdo, colocada de
forma simples, era de relacionamento matematico direto, um pro-
blema soluciondvel com a matemadtica e a capacidade computa-
cional disponiveis na época.

Uma vez que o fonema era transformado em palavra escrita, no-
vamente podiam ser aplicados os modelos bi-gram e tri-gram de
Markov, utilizando corpus de palavras bem definidos, para prever
a proxima palavra. Mas esse era o limite para os modelos de lin-
guagem daquela época.
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O caso mais emblemdtico de aplica¢io comercial de reconheci-
mento de fala a época foi o Dragon NaturallySpeaking, langado
comercialmente em 1997 pela Dragon Systems. Capaz de pro-
cessar um vasto vocabuldrio, entre 30 e 100 mil palavras pré-trei-
nadas (os modelos anteriores se limitavam a 1000 palavras), de
reconhecer a fala natural e continuada, e de calibragem rdpida
da voz do usudrio (os modelos anteriores demandavam horas
de treino da voz do usudrio), o Dragon Naturally Speaking foi
a primeira demonstra¢do comercial de massa que indicava que
o reconhecimento de voz nio era somente uma curiosidade dos
pesquisadores.

Com o uso eficiente do algoritmo que Andrew Viterbi, italiano,
professor da UCLA e fundador da Qualcomm, criou em 1967,
e que basicamente se resume a um grafo onde, a cada instante, o
algoritmo acumula o melhor score de cada caminho possivel (fo-
rward), e ao final faz um backtracking para reconstruir o melhor
caminho global (backward), o reconhecimento de voz ganhou
for¢a, principalmente a partir do Dragon, para se tornar uma pega
fundamental nos modelos de comunicagio e computagio atuais.
Por caminhos tortuosos, o Dragon acabou nas maos da Microsoft
em 2022 para integrar servigos de reconhecimento de voz em so-
lugées Cloud e Enterprise.

James Baker, com sua tese de doutorado “Modelagem Estocéstica
como um Meio para o Reconhecimento Automitico de Fala”, e
Janet Baker, sua esposa, ambos PhD pelo Carnegie Mellon e cria-
dores do Dragon Naturally Speaking, trabalharam por mais de 15
anos no desenvolvimento dessas solug¢des, e estio entre os nomes
centrais da transi¢io do reconhecimento de fala de laboratério
para aplicagdes comerciais de maior escala. Acabaram por nunca
receber um dnico centavo por sua obra, em meio as disputas e
perdas empresariais ocorridas apés a venda da Dragon Systems
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para a belga Lernout & Hauspie, cujos ativos depois passaram
pela ScanSoft, empresa que se tornaria Nuance, adquirida pela
Microsoft em 2022.

Outro movimento ocorre nesse mesmo periodo histérico, que
conto agora.

0 Motor silencioso: scanner e OCR na formagao dos grandes
bancos de texto

O surgimento de duas tecnologias constituiria as bases funda-
mentais para os modelos modernos de linguagem que conhece-
mos hoje.

O scanner, em sentido préximo ao que conhecemos hoje, ganhou
uma base experimental importante nos trabalhos de Russell A.
Kirsch, no National Bureau of Standards, atual NIST, a partir de
1956.

O OCR, por sua vez, comegava a resolver o problema seguin-
te: ndo apenas capturar a imagem do texto, mas converté-la em
caracteres interpretiveis pela maquina. Esse avanco aparece de
forma pioneira nos trabalhos de David H. Shepard, cuja patente
“Apparatus for Reading”, depositada em 1951 e concedida em
1953, descrevia uma maquina voltada ao reconhecimento de ca-
racteres impressos.

Os primeiros usos comerciais vieram a partir de empresas como a
de Shepard (IMR Corp), a IBM, a NCR e a Recognition Equi-
pment Inc, principalmente utilizados para a leitura de cheques
bancirios, documentos oficiais e formuldrios. Eram caros e ca-

pazes de ler uma ou duas fontes especificas (OCR-A ¢ OCR-B).
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O modelo trabalhava com um conjunto de imagens de referéncia
contendo diversas representagdes de cada letra do alfabeto, assim
como de cada nimero.

Deixando de lado pontuagio e outros simbolos da escrita, pense
o leitor em quase 40 caracteres e, digamos, 100 diferentes formas
de escrever cada um deles, o que resultaria em 4.000 imagens de
referéncia.

O sistema analisava a matriz de pixels dessas imagens, comparan-
do a intensidade dos tons. Regices mais claras formavam o fundo
e regides mais escuras formavam os caracteres, a mesma base de
tecnologias de reconhecimento facial ou de veiculos autébnomos
que vemos atualmente.

A partir dai, o modelo relacionava a imagem capturada as ima-
gens de referéncia, estimando de qual caractere se tratava, e con-
vertia a imagem em texto.

Nesse contexto, o visiondrio Ray Kurzweil, engenheiro elétrico
formado no MIT, que criou o primeiro OCR capaz de lidar com
multiplas fontes tipogréficas, foi um dos primeiros a perceber que
bibliotecas inteiras poderiam ser digitalizadas.

Sua empresa foi comprada pela Xerox em 1980 e se tornou a Xerox
Imaging Systems. Foi essa tecnologia que abriu caminho para as di-
gitalizagoes de larga escala. Kurzweil trabalha desde 2012 no Google.

Este livro ndo estd tratando do processamento de imagens, o que
faremos em momento oportuno, mas ¢ importante delinearmos o
funcionamento dessa dupla, scanner e OCR, e atestar que foram
a base conceitual para os modelos modernos de IA Multimodal,
que fazem em larga escala, com imagens complexas e coloridas, o
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que o OCR fazia com um tnico tipo de imagem: o texto visual.

O movimento de digitalizar documentos, obtendo as imagens dos
textos a partir de scanners e convertendo-as em textos digitais a
partir do OCR, comegou discreto e foi ganhando forga. Jornais
como o New York Times iniciaram a digitaliza¢do de seus pro-
prios arquivos, o que mais tarde se tornaria um dos importantes
corpora para diversos projetos, o NYTimes Historical Archive.
Parte dessa digitalizagdo foi realizada em parceria com empresas
de arquivamento.

Jornais, colegdes juridicas e acervos académicos foram digitaliza-
dos por bibliotecas nacionais, 6rgdos governamentais, universida-
des, projetos de pesquisa e arquivos histéricos com financiamento
governamental.

Quando o movimento ganhou forga, ji nos anos 90, grandes pro-
jetos de digitalizagdo comegaram a ocorrer, como o JSTOR (arti-
gos cientificos), LexisNexis (jurisprudéncia e documentos legais),
a Biblioteca Britinica e a Biblioteca do Congresso Americano,
entre outros.

Algumas empresas ganharam relevincia nesse contexto, como
ABBYY na Rassia, Readiris na Bélgica, e novamente a empresa
que viria a se tornar a Nuance, antes ScanSoft, da qual jd falamos
no caso do Dragon e de James e Janet Baker.

Um dos projetos mais importantes na constru¢ido de corpo-
ra linguisticos naquele momento foi o LDC (Linguistic Data
Consortium), liderado pela Universidade da Pensilvania, com
apoio direto do governo americano através da DARPA.

O LDC produziu, por exemplo, o Gigaword, um dos maiores cor-
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pus de texto de noticias disponivel, e o Penn Tree Bank, corpus
anotado com estrutura sintitica. Quase todos os papers de NLP
entre 1992 e 2015 usaram corpora do LDC, e esses conjuntos
estdo presentes direta ou indiretamente em todos os modelos mo-
dernos de linguagem.

Mais tarde, em 2004, um projeto que muitas vezes passa desperce-
bido na perspectiva histérica, consolidaria a transformagéo de parte
dos textos da humanidade em corpus digital: o Google Books, ini-
cialmente anunciado como parte do Google Print/Library Project.
Em parceria com algumas das maiores bibliotecas de pesquisa do
mundo, como Harvard, Stanford, Oxford, University of Michigan
e New York Public Library, o Google passou a digitalizar acervos
em escala inédita, convertendo livros fisicos em imagens pesqui-
sdveis e, quando possivel, em texto processavel por OCR.

O objetivo declarado dialogava diretamente com a ambi¢do mais
ampla da empresa: organizar a informag¢do do mundo e torni-la
acessivel. No caso dos livros, isso significava transformar séculos
de produgio textual, antes presos a prateleiras, catdlogos e arqui-
vos fisicos, em material indexdvel, buscavel e parcialmente acessi-
vel por sistemas digitais.

O projeto colocou em circulagio digital uma parcela imensa da
produgio textual acumulada ao longo de séculos, incluindo litera-
tura, ciéncia, jornalismo, religido, manuais técnicos e poesia. Ain-
da que nem todo esse material tenha se tornado integralmente
acessivel, e ainda que o OCR produzisse imperfei¢cdes, o Google
Books ampliou radicalmente a quantidade de texto pesquisdvel
em escala global.

Para a histéria dos modelos de linguagem, sua importincia estava
justamente nessa combinagio entre volume, diversidade e curadoria
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editorial. Diferente da web aberta, marcada por ruido, duplicagio
e baixa padronizagio, os livros digitalizados ofereciam textos mais
longos, estruturados e linguisticamente ricos. O Google Books,
portanto, nio apenas transformou bibliotecas fisicas em acervos
pesquisdveis, mas também ajudou a consolidar a ideia de que gran-
des massas textuais digitalizadas poderiam servir como infraestru-
tura para busca, indexa¢io, tradugio automatica, corregio textual e,
posteriormente, modelos estatisticos e neurais de linguagem.

O projeto também revelou a tensdo central dessa nova etapa: a
mesma infraestrutura que tornava o conhecimento pesquisivel
em escala inédita levantava questdes dificeis sobre direitos auto-
rais, reprodugio de obras, acesso puiblico e controle privado sobre
acervos culturais. A disputa culminaria em processos relevantes,
como Authors Guild v. Google, no qual a Justi¢a norte-americana
analisou a digitalizagdo de milhes de livros e o uso de trechos
pesquisaveis no Google Books.

Enquanto os avangos em modelos matemadticos e computacionais,
e na capacidade de processamento per se, dependiam de deixar
para trds os modelos n-gram de Markov, nossa produgio intelec-
tual de séculos era digitalizada para se tornar a base da revolugio
que se anunciava.

Um pouco da matematica dos primeiros modelos

Os Modelos Ocultos de Markov (HMMs) representavam a fala
como uma sequéncia de estados invisiveis (os fonemas e palavras)
que geravam observagdes audiveis, os sons propriamente ditos.
A estrutura era definida por trés elementos principais:

Um conjunto de estados ocultos:
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S=1{1,2,...,N}

Uma sequéncia de observagoes:

0= (01,02,...,0T)
Trés grupos de probabilidades:

Probabilidade inicial de cada estado, que indica a probabilidade

de o sistema iniciar no estado oculto 7.
T = P(q =1)

Probabilidades de transi¢do entre estados, que indicam a proba-
bilidade de o sistema passar do estado oculto %, no tempo (¢t — 1),
para o estado oculto j, no tempo t.

aij = Plg = j | ¢—1 = 1)

Probabilidades de emissio, que indicam a probabilidade de ob-
servar Oz, dado que o sistema estd no estado oculto j no tempo .

bj(or) = P(ot | ¢ = j)

Com esses elementos, o modelo podia calcular a probabilidade
conjunta de uma sequéncia observada () e de uma sequéncia es-
pecifica de estados ocultos ():

T

T
P(OaQ):P(Ch) PQt|Qt1HPOt|Qt
t=1

t=2
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Essa formulagdo parecia simples, mas trazia uma elegincia pode-
rosa: descrevia o som da fala como o produto de eventos depen-
dentes no tempo.

Quando se desejar descobrir qual sequéncia de estados ocultos
mas, provavelmente gerara os sons observados, entrava em cena o
algoritmo de Viterbi, introduzido em 1967.

Ele percorria todos os caminhos possiveis, acumulando as pro-
babilidades mais altas a cada passo (forward) e, ao final, refazia
o caminho de trds para frente (backtracking) para encontrar a se-
quéncia mais provavel de fonemas ou palavras. Formalmente, o
calculo seguia a recursio:

6r(J) = max [0:-1(7) - aiz] (o)

onde (J; (7)) representava a probabilidade do caminho mais pro-
vavel que terminava no estado ( 7 ) no instante (7).

Essa combinagio de cadeias de Markov, teoria da probabilidade e
dinamica sequencial fez dos HMMs o primeiro modelo estatisti-
co de larga aplicagdo pritica em IA.

Embora suas equagdes fossem lineares e discretas, elas ja captura-
vam a esséncia de um fendmeno temporal e probabilistico: a ideia
de que o passado influencia o futuro.
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A batalha para aprimorar os modelos linguisticos pros-
seguia, e o desafio central era calibra-los para que
conseguissem processar combinagoes de palavras ja-
mais observadas.

Ou seja, além dos bigramas ou trigramas com palavras que esta-
vam sempre juntas nos textos, era desejo dos pesquisadores consi-
derar combinag¢ées menos frequentes, como “gato” e “sofd”.

No processo chamado suavizagio, buscava-se evitar que o sistema
considerasse como probabilisticamente impossivel a ocorréncia
de sequéncias como “o gato no sofd’, apenas por nio a ter re-
gistrado nos conjuntos de treinamento, aqueles grandes volumes
de jornais e livros digitalizados por OCR, conhecidos como cor-
pus (ou corpora no conjunto), em nimero suficiente. Isso ocorria
nos modelos n-gram de Markov, causando o que é chamado de
Sparsity, que basicamente decorre da diferenga entre o niimero
de combinagdes possiveis e o nimero efetivamente registrado no

corpus.

Com um vocabulirio de V' palavras e um modelo N-gram de
ordem NN, o total de sequéncias distintas que podem ser formadas
¢ de V elevado a N. Por exemplo, com um vocabuldrio de apenas
5 palavras (V=5) e considerando frases de 3 palavras (trigramas,
N = 3), ja terfamos 5 elevados ao cubo, ou 125 combinagdes
possiveis.

Nio é porque o modelo s6 conhece 10 combinagbes que as outras
115 nido sejam possiveis gramaticalmente. A medida que o voca-

buldrio cresce, esse nimero cresce exponencialmente.

Com a ferramenta mais bésica conhecida, a suaviza¢io de Pierre-
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-Simon Laplace (1749-1827), e na auséncia de qualquer registro
dessa combinagido, o modelo assumia a existéncia de pelo menos
um caso, impedindo que o cilculo probabilistico resultasse em
probabilidades nulas (ou, em situag¢des mais extremas, divisdes por
zero quando o préprio contexto ndo fora observado).

Assim, em vez de falhar na sugestdo de uma palavra apds “o gato
no sofd”, o modelo ainda conseguiria oferecer algumas opgdes,
ainda que, previsivelmente, ndo fossem as mais sensatas. Afinal, o
que poderia surgir apés combinagdes jamais vistas? Normalmen-
te, a continuidade de combinagdes insensatas do ponto de vista
estatistico e gramatical. Aqui aparece uma analogia embriondria
com aquilo que, em modelos generativos modernos, passaria a ser
chamado de alucinagdo: a produgio de uma continuidade formal-
mente possivel, mas estatisticamente, gramaticalmente ou seman-
ticamente inadequada.

O modelo de Laplace achatava a distribui¢do de probabilidades
em razdo da adi¢do do vocabulirio no denominador da férmula (o
total de palavras do conjunto de treinamento), distribuindo cargas
probabilisticas relativamente semelhantes entre diferentes “préxi-
mas” palavras, o que limitava a capacidade de gerar predicoes uteis
em ferramentas de autocompletar ou de correcio de texto, ja que
atribufa, por regra (rule based), um “pouco de probabilidade” para
cada token, inclusive aqueles semanticamente improvéveis.

Se um modelo nio sabe estimar adequadamente a préxima pala-
vra ap6s uma sequéncia linguisticamente possivel, mas ausente do
corpus de treinamento, qual seria sua utilidade prética?

A suavizagio de Laplace, ou add-one smoothing, tornou-se uma
das formulagées cldssicas para enfrentar o problema das proba-
bilidades nulas em modelos estatisticos de linguagem. Embora
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simples demais para os grandes modelos n-gram que se consoli-
dariam depois, ela introduziu a intuigdo central da suavizagio: re-
servar alguma massa probabilistica para eventos nio observados.

Essa preocupagio atravessaria os trabalhos posteriores de mode-
lagem estatistica da linguagem em centros como IBM, Bell Labs/
AT&T Bell Labs e universidades norte-americanas, nos quais
métodos mais sofisticados, como Jelinek-Mercer, Good-Turing,
Katz e Kneser-Ney, ganhariam espago.

O maior problema da suavizagio de Laplace era tratar de forma
excessivamente parecida palavras ja observadas e palavras nunca
vistas, diluindo as diferencas reais de frequéncia entre as combi-
~ « 29
nagdes. No caso de “o gato no sofd”, por exemplo, o modelo de
Laplace conseguiria atribuir alguma probabilidade a sequéncia,
mas ainda ndo conseguiria perceber que a palavra “gato” jd havia
aparecido em diversos outros contextos mais comuns, como “o
» « L . . ~

gato era branco” ou “o gato dormia”. Essa limita¢do mostrava que
o simples ajuste estatistico ainda estava longe de capturar a estru-
tura contextual da linguagem.

Diante desse obstdculo, a modelagem estatistica da linguagem
avangaria para métodos mais sofisticados, capazes de considerar
ndo apenas a ocorréncia bruta das sequéncias, mas também a for-
ma como as palavras se distribufam em diferentes contextos.

Nesse contexto, Reinhard Kneser, pesquisador da Philips Resear-
ch Laboratories em Aachen, e Hermann Ney, formado em Fisica
pela Universidade de Géttingen, doutor em Engenharia Elétrica
pela Universidade de Braunschweig e professor da RWTH Aa-
chen, pertenciam a tradi¢do alema de pesquisa em reconhecimen-
to de fala e modelagem estatistica da linguagem, em didlogo com
a linhagem estatistica consolidada por centros industriais como
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IBM e Philips. Em 1995, escreveram o artigo “Improved Backin-
g-Off for M-Gram Language Modeling”, apresentado na Con-
feréncia Internacional da IEEE sobre Actstica, Fala e Processa-

mento de Sinais, a ICASSP 1995.

A partir de principios semelhantes aos ji utilizados por Slava M.
Katz, do IBM T. J. Watson Research Center em Nova Iorque,
Kneser e Ney precisavam atribuir alguma probabilidade as ocor-
réncias da palavra gato observadas em outros contextos.

Se “gato” tivesse sido visto junto a “branco” ou “dormindo”, o
modelo deveria levar em conta essas ocorréncias para ponderar
possibilidades alternativas, indicando que gato era uma palavra
frequente em diferentes combinagdes, mesmo que distintas da
combinagdo buscada. Assim, a palavra gato e suas diversas com-
binagdes ganhavam peso estatistico, mesmo que inferior a combi-
nagio mais comum, como “o gato miou”.

Katz jd havia proposto aplicar um “desconto” sobre as contagens
das ocorréncias mais relevantes, a fim de reservar uma parte da
“massa total de probabilidade” para combinages nio observadas
diretamente. Como a soma total das probabilidades deve ser igual
a 1, Katz aplicava desconto nas ocorréncias observadas para redis-
tribui-la entre os eventos de ordem inferior.

O que Kneser e Ney fizeram foi redistribuir de maneira mais in-
teligente a probabilidade restante originada pelo desconto, base-
ando-se ndo apenas na frequéncia, mas na quantidade de contex-
tos distintos em que as palavras apareciam. Além disso, refinaram
o préprio desconto aplicado, substituindo o ajuste Good-Turing,
tformalizado por Irving J. Good em 1953 com base nas ideias de
Alan Turing, por um desconto absoluto mais robusto e empirica-
mente eficiente.
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Se Laplace achatava a distribui¢do atribuindo probabilidades ar-
tificiais uniformes aos n#-gramas ausentes ou raros, Kneser ¢ Ney
procuravam redistribuir as probabilidades com base na frequén-
cia de continuidade dos n-gramas, levando em conta em quantos
contextos distintos uma palavra ocorria. Nesse caso, ajustando a
curva ndo para um perfil “normalizado”, e sim para um perfil em-
pirico mais aderente ao padrao de distribuicdo real de frequéncia
da linguagem, tornando o modelo mais sensivel as regularidades
naturais do texto.

Era o inicio de uma estrutura de célculo estatistico e probabilis-
tico que viria a moldar os modelos de linguagem no futuro: eu
vi a palavra gato nesse contexto (‘o gato miou”) diversas vezes,
mas também vi “gato” em combinagdo com outras palavras em
vérios outros contextos. Basicamente, o modelo comegava a res-
ponder com base no contexto direto, mas também a incorporar
informagdes sobre outras ocorréncias, ampliando sua capacidade
de generalizagdo. Tratava-se de uma ideia sofisticada: a de valor
estatistico contextual.

Mais do que uma inovagio matemadtica, a abordagem de Kneser
e Ney as combinagdes léxicas representou um avango na tenta-
tiva de lidar com a generalizagio, esfor¢o que, embora distante
formalmente, preparou o terreno conceitual para os modelos de
linguagem modernos baseados em backpropagation, como vere-
mos adiante.

Reinhard Kneser faleceu em 2012, aos 54 anos de idade.

Hermann Ney, por sua vez, aposentou-se de sua posi¢io de pro-
fessor na RWTH Aachen, mas permaneceu ligado a4 pesquisa
aplicada em tecnologias de linguagem. Sua trajetéria posterior
inclui tanto o reconhecimento académico de sua carreira, com ce-
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lebragdo publica de aposentadoria na RWTH Aachen em 2022,
quanto a continuidade de atuagio cientifica em iniciativas priva-

das como a AppTek.

A Matematica por tras dos Modelos N-Gram e da suavizagao

Os modelos /N-gram se baseavam em uma ideia simples e pode-
rosa: a probabilidade de uma palavra dependeria apenas de um
numero limitado de palavras anteriores. Formalmente, expressa-
va-se como:

P(w; | wi™) =~ P(w, | wi”y.4)

onde Wt representava a palavra atual, e o termo a direita indicava
que apenas as [N — 1 palavras anteriores eram consideradas.
Assim, em um modelo trigrama (/N = 3), a probabilidade de
“sofd” ap6s “gato no” era estimada por:

P(sofé | gato no)

Se quiséssemos estimar a probabilidade de “sofd” apés “o gato
no”, estarfamos usando um modelo de ordem superior, isto ¢, um
4-grama:

P(sofé | gato no)

A estimativa mais direta dessas probabilidades vinha da contagem
das ocorréncias no corpus:

C(wf—N—H)

P(wy | wfil +1) = C(wt—]lv )
t—N+1
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em que C(U)E, N+1) representa o nimero de vezes em que a
sequéncia completa apareceu no corpus, incluindo a palavra Wy,
enquanto C (wi:]l\, +1) representa o numero de vezes em que o
contexto anterior apareceu.

Essa era a forma “bruta” do modelo de Markov, e o problema sur-
»€0p

gia quando uma combinagio nunca fora observada: o numerador

se tornava zero, e a probabilidade da sequéncia inteira colapsava.

Pierre-Simon Laplace propusera um método para evitar proba-

bilidades nulas, que seria reaproveitado na modelagem de lingua-
M

gem. O principio consistia em adicionar uma contagem ficticia,

um pequeno “+1”, a todas as possiveis ocorréncias:

PLaplace(wt ‘ wi:]l\/'—l—l) =

em que Vcorrespondia ao tamanho do vocabulirio.

A soma de 1 no numerador garantia que nenhuma combinagio
tivesse probabilidade zero, e a soma de V' no denominador manti-
nha a normalizagio. Na pritica, o modelo “achatava”a distribui¢ao
de probabilidades, atribuindo um pequeno valor até mesmo a se-
quéncias jamais vistas. Essa operagdo impedia falhas matematicas,
mas também reduzia o contraste entre eventos frequentes e raros.

Slava M. Katz, da IBM, prop6s em 1987 uma solugio mais sofistica-
da: aplicar um desconto sobre as contagens observadas para reservar
uma fragdo da “massa de probabilidade” as combinagdes ausentes.

O modelo de Katz partia da ideia de que as probabilidades deve-

riam obedecer 4 soma total igual a 1. Assim, aplicava-se um des-
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conto as probabilidades estimadas para eventos observados, reser-
vando parte da massa probabilistica para eventos nio observados.

O cilculo envolvia duas etapas. Para /N-gramas observados, re-
duzia-se a probabilidade estimada diretamente pelas frequéncias,
aplicando um fator de desconto. A massa probabilistica retirada
desses casos era entdo reservada para sequéncias nio observadas.

Para os N-gramas observados, a forma era:

C'(h,wy)

PKatz(wt ’ h) - dC’(h,wt) : C(h,)

em que / indica o histérico anterior:
_ =1
h=w"np
e C'(h, w;) representa a contagem do N-grama completo.

Para os [N-gramas ausentes, a probabilidade era “emprestada” de
um modelo de ordem inferior, no mecanismo chamado back-off:

PKatz(wt ‘ h) - Oé(h) : PKatz(wt | h/)

/ . , . . . ,
em que ' representa um histérico mais curto, isto é, o contexto
depois de remover a palavra mais antiga de h.

A forma completa pode ser escrita como:

d C(h, wt)
Picat(wy | h) = { "€ C(R)
Oé(h) PKatz<wt ‘ h/)7 O<h7 wt) =0
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em que I’ representava um histérico mais curto, como um bigra-
ma em vez de um trigrama. Dessa forma, o modelo preservava as
relagbes empiricas mais fortes e ainda oferecia uma probabilidade
razodvel para sequéncias novas.

Em 1995, Reinhard Kneser ¢ Hermann Ney propuseram uma
forma mais robusta de suaviza¢io, baseada em desconto absoluto
e redistribui¢do da massa probabilistica. A inovagio central estava
em considerar nio apenas a frequéncia bruta de uma palavra, mas
também a diversidade de contextos nos quais ela aparecia.

A forma simplificada do modelo Kneser-Ney pode ser escrita
como:

max{C(h,w;) — D, 0}
C(h)

PKN(wt | h) = + )\(h> Pcont(wt)

em que D representava o desconto fixo e Propt (wt) media a pro-
babilidade de continuagio da palavra Wy, isto é, levava em conta o
numero de diferentes contextos em que Wy aparecia, e nao apenas
sua contagem total. Isso tornava o modelo mais sensivel a varie-
dade contextual das palavras.

Além disso, nessa familia de métodos, é importante distinguir
duas estratégias: o back-off, no qual o modelo retrocedia para or-
dens inferiores apenas quando a sequéncia de ordem superior nio
existia, e a interpolagdo (inferpolation), em que o modelo combi-
nava, de forma ponderada, as probabilidades de diferentes ordens,
como unigramas, bigramas e trigramas, em todas as situagoes.

Na pritica, a interpolagdo suavizava continuamente a transi¢io
entre ordens e produzia distribui¢oes mais estdveis, enquanto o
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back-off preservava uma légica mais parcimoniosa, recorrendo a
modelos de ordem inferior apenas quando necessirio. Essa for-
mulacio consolidou-se como uma das bases estatisticas mais soli-
das da era pré-neural da modelagem de linguagem.

Os métodos de Laplace, Katz e Kneser-Ney representaram etapas
fundamentais na tentativa de dar as maquinas uma nogao estatis-
tica de continuidade contextual: a probabilidade de uma palavra
nio depende apenas de sua frequéncia isolada, mas também do
ambiente linguistico em que ela aparece. Décadas mais tarde, essa
intuigdo seria reinterpretada pelos modelos neurais e pelos meca-
nismos de aten¢io.
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Apos um inverno nos esforgos em Inteligéncia Artificial
causado pelas limitagoes na capacidade computacional,
afinal certos modelos matematicos eram complicados
demais e tomavam muito tempo das CPU's para proces-
samento, além do ceticismo que tomou conta do espirito
dos envolvidos a época em razao dos modelos matema-
ticos utilizados nos n-gramas terem limitagoes que fi-
caram explicitas nas aplicagdes, outras possibilidades
passaram a ser aventadas.

Enquanto os n-gram eram modelos puramente estatisticos, que
se limitavam a medir a relagdo de uma palavra com uma, duas ou
trés anteriores em suas aplicagdes, ou contar as relagoes de uma
palavra com outra em um conjunto de textos (algo puramente
probabilistico), e se o desejo fosse medir a relagio de uma palavra
com todas as outras de certo léxico (vocabulirio), relembrando de
certa forma o funcionamento de nosso cérebro e o que havia sido
teorizado por Chomsky, modelos matemdticos mais complexos
precisavam entrar em campo.

Algebra linear, cdlculo, otimiza¢io e geometria seriam os cami-
nhos para um modelo que conseguisse aprender, diferenciar e se
auto otimizar, em processo continuo. Abandonava-se a matemadtica
discreta pura aplicada nos modelos n-gram em fungio do abando-
no da estrita contagem de eventos discretos para, entdo, operar re-
presentagdes continuas e apreendiveis. Vamos tentar quebrar esses
modelos em partes que possibilitem um entendimento intuitivo.

Se as relagbes que uma palavra tinha com outras palavras nos tex-
tos do corpora era simplesmente por proximidade com outras pa-
lavras nos modelos n-gram (contagem pura), é Sbvio que o mode-
lo jamais saberia, por exemplo, que “gato” e “sofd”, “gato” e “tigre”,
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“gato” e “branco”, “gato” e “drvore”, mantinham relacoes indiretas
no mundo da gramdtica e da cognicio.

Como seria possivel atribuir tantas relagdes que cada palavra ti-
nha com tantos contextos e com tantas outras palavras? A respos-
ta seria encontrada nas matrizes, as mesmas que aprendemos na
educagdo formal, no segundo grau, no Brasil.

Imagine vérios textos, muitos de fato, que tivessem algo em co-
mum: um vocabuldrio com 1000 palavras distintas. Agora pen-
se em atribuir caracteristicas para cada palavra desse vocabuldrio
para compreender suas relagdes contextuais.

Por ora, sugiro que o leitor registre que a beleza dos modelos atu-
ais de linguagem ¢é que eles interpretam e se organizam a partir
das caracteristicas de cada palavra, e voltam para corrigir tais ca-
racteristicas a todo instante.

No meio do caminho houve um fato incidental

Operagdes com matrizes, e considere que uma matriz de bom
tamanho para modelos cldssicos de linguagem que antecede-
ram o “Transformer”, como é o caso do NNLM tratado nesse
capitulo, era de 100.000 palavras distintas com 300 dimensoes
(100.000x300), sdo custosas do ponto de vista computacional, ou
seja, consomem tempo. As CPU’s tradicionais eram desenhadas
para propdsitos gerais e atividades sequenciais. Tinham poucos
“nicleos”, ou seja, unidades de processamento das informagoes, e
eram boas em mudar de atividade repentinamente.

Do outro lado da sala estavam os gamers. Suas GPU’s tinham
hardware especializado que contavam com milhares de pequenos
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nucleos (cores), usava computagio paralela eficientemente, proces-
sava arrays enormes, € operava matrizes também eficientemente.

Um array nada mais ¢ do que uma estrutura organizada de dados
numéricos, semelhante a uma planilha ou matriz, na qual cada
posicdo é processada simultaneamente por um nucleo distinto.
Tudo isso usado para renderizar quadros de imagens em jogos,
onde cada pixel é independente.

Essas GPU’s desenhavam milhdes de pixels por segundo, enchendo
a tela com cores e formatos, aplicavam transformagdes em 3D em
tempo real, rotacionando, aumentando ou diminuindo, e moven-
do personagens (para o que usavam muitas operagdes de matrizes),
aplicavam simulagées e equagdes fisicas quando o personagem caia
ou batia contra algo, e faziam matemadtica em iluminagio, refletindo
luz e criando sombra, o que requer trigonometria, cilculo e vetores.

Em algum momento, nos anos 2000, os pesquisadores em IA
pensaram: “espera ai, uma rede neural é somente... matemdtica
de matrizes!”

O que redes neurais precisam para funcionar é multiplicar ma-
trizes enormes com vetores dimensionais, voltar com ajustes gra-
dientes e fazer isso bilhées de vezes na fase de treinamento. Os
pesquisadores olharam para as GPU’s de videogames e disseram:
“vamos treinar os modelos de IA nisso ai!”

Geoffrey Hinton, inglés-canadense que obteve seu PhD em Inte-
ligéncia Artificial na Universidade de Edimburgo em 1978, mu-
dou-se para os EUA em 1980 para trabalhar no Carnegie Mellon
University, e logo mudou-se para o Canadd em 1987 para dar
aulas na Universidade de Toronto e colaborar com o CIFAR (Ca-
nadian Institute for Advanced Research), escreveu em 2006, junto
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com Ruslan Salakhutdinov, um artigo denominado “Reducing the
Dimensionality of Data with Neural Networks”.

Nele, Hinton descreve um modo de treinar redes neurais pro-
fundas quando todo mundo pensava que era impossivel otimizar
esses modelos. Seu trabalho ¢ considerado o ponto de reinicio da
revolugio do aprendizado profundo de mdquina.

Ainda em 2006, mas sem ligagio direta, a fabricante de proces-
sadores Nvidia anunciava o CUDA (Compute Unified Device
Architecture), uma plataforma de computagio paralela acompa-
nhada de um modelo de programagio, que permitiria que desen-
volvedores utilizassem as GPU’s da Nvidia para outras aplicagdes
que nio jogos. O lancamento oficial do CUDA Toolkit 1.0 ocor-
reu em 2007, mas seus primeiros drivers beta e suporte puiblico
comegaram a ser divulgados no final de 2006.

Antes do CUDA, as GPU’s eram usadas quase que integralmente
para o desenvolvimento gréfico, e a partir desse momento pas-
sariam a ser usadas para processar dlgebra linear, operagdes com
matrizes, simulagdes, equagdes fisicas e quimicas, biociéncia, as-
tronomia e outras importantes aplicagdes.

Logo em 2006 e 2007, o projeto Folding@Home, da Universida-
de Stanford simulou o desdobramento de proteinas, que envolve
o célculo massivo de dindmicas moleculares, e foi uma das pri-
meiras aplica¢des nio graficas feitas com as GPU’s da Nvidia, que
colaborou com a universidade e ajudou na adaptagdo do software
com o CUDA. O resultado foi um aumento de 20 a 30 vezes na
velocidade de processamento quando comparado com simulagdes
em CPU’s. O CUDA foi uma revolugio silenciosa nesse periodo,
e muitas outras dreas passaram a utilizar as GPU’s da Nvidia e sua
plataforma antes da revolugdo de Al que se aproximava.
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Nos anos a seguir, 2007 e 2008, graduandos da Universidade de To-
ronto que colaboravam com o grupo de Hinton na universidade, e
que se tornaria mundialmente renomado por sua pesquisa pioneira
em aprendizado profundo, iniciaram os testes com GPU’s de jogos
da Nvidia, inspirados nos modelos propostos no artigo de Hinton.

Ja em 2009, Rajat Raina, Anand Madhavan e Andrew Ng pu-
blicaram, a partir de Stanford, o artigo “Large-scale Deep Unsu-
. . . . »
pervised Learning Using Graphics Processors”, no qual demons-
traram a possibilidade de treinar grandes redes neurais de forma
mais rdpida e barata, sem depender exclusivamente de laboraté-
rios cheios de servidores, utilizando GPUs comuns, originalmen-
te associadas aos jogos. Ng teve como forte inspiragdo os traba-

lhos de Hinton.

Ainda em 2009, e ja em 2010, os pesquisadores em IA e 0o CUDA
se aproximaram definitivamente. Rajat Raina e seus coautores de-
monstraram kernels, isto ¢, fun¢oes paralelas de GPU, para a mul-
tiplicagdo de matrizes, o processamento de fungdes de ativagio e
de otimizagio, como /oss, além de outras aplicagdes importantes.

Alguns anos depois, Adam Coates, Andrew Ng e coautores pu-
blicariam o artigo “Deep Learning with COTS HPC Systems”,
ampliando essa linha de trabalho ao demonstrar o uso de sistemas
comerciais de alto desempenho para o treinamento de redes neu-
rais profundas.

Em 2010, Yoshua Bengio, nascido na Franca e vivendo no Cana-
da desde jovem, doutor em ciéncia da computagio pela McGill
University, também conhecido como um dos pais do aprendizado
profundo de maquina, liderou em seu laboratério o desenvolvi-
mento do Theano, uma das primeiras bibliotecas open-source em
Python voltadas a defini¢do, otimizagdo e execugio eficiente de
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expressdes matemdticas com arrays multidimensionais. Com su-
porte a GPU por meio do CUDA, o Theano permitiu que pesqui-
sadores treinassem redes neurais profundas com maior eficiéncia
computacional, tornando-se uma ferramenta importante na fase
inicial da retomada do deep learning, antes da chegada e consoli-
dagido de bibliotecas posteriores.

Bengio tinha uma relagio direta com Hinton, com quem traba-
lhou em conjunto com Yann LeCun (os trés sido considerados os
pais fundadores do deep learning), foi fundador do laboratério
MILA (Montreal Institute for Learning Algorithms), e membro
do grupo de elite financiado pelo CIFAR (Canadian Institute for
Advanced Research).

Os dois grupos, em Stanford e no Canadi, sdo parte importante
da “renascenga global do deep learning”, que ocorreu entre 2006 e
2012, apés o ja citado longo inverno. O que vamos explorar agora
se baseia nos trabalhos de Yoshua Bengio e sua equipe.

A matematica nos modelos de NNLM

Se antes os modelos n-gram tinham severas limita¢des em razio
de s6 contar as ocorréncias das palavras que ocorriam antes de
“certa palavra”, agora os pesquisadores comecariam a tentar atri-
buir mais “caracteristicas” a cada palavra.

Se o objetivo era trabalhar como o cérebro, que consegue atribuir
uma série de usos e contextos para cada palavra, o esfor¢o continuava
nessa mesma dire¢do. A dire¢do imaginada por McCulloch e Pitts.

Essas caracteristicas atribuidas a cada palavra foram denominadas
dimensdes. Imagine um conjunto de 100 textos (textos cientificos,
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livros, publicagées online) com uma média de 1000 palavras cada,
somando 100.000 palavras. Agora imagine que nessas 100.000
palavras, apenas 1000 sdo distintas. Intuimos que cada uma delas
se repete uma média de 100 vezes, correto?

Pode ser que as palavras “eu”, “vocé”, “casa”, “acordou”, “falou” se
repitam com mais frequéncia que “lastimou”, “determinou”, ou
mesmo “orvalho”e “alpendre”. Era esse o desafio que passava a ser
cumprido com dlgebra linear e célculo, deixando de lado aquela
contagem pura e simples dos modelos n-gram. Em que situagoes
as palavras “vocé”, ou “casa’, eram usadas? Com que frequéncia e
acompanhadas de que outras palavras?

Voltando ao nosso exemplo, vamos ao passo a passo matemdtico.
Se temos um conjunto de textos para treinamento (corpus) com
100.000 palavras e 1000 delas distintas, nosso vocabuldrio ¢ igual
21000 (V = 1000).

Ja nas dimensées, o modelo passava a atribuir valores a cada uma
das dimensdes, criando relagdes de proximidade. Por exemplo:
« » o« . » o« » . :

casa’, “cozinha”, “cama” poderiam receber valores parecidos em
alguma dimenséo, a fim de que o modelo posicionasse essas pa-
lavras préximas umas das outras em um certo espago, tudo com
numeros. Algo chamado espago vetorial.

Vamos determinar que nosso vocabuldrio terd 20 caracteristicas
para cada palavra, ou seja, 20 dimensdes. Agora temos uma matriz
1000x20 chamada embedding matrix, sendo cada linha, de um a
mil, atribuida a uma palavra, e cada coluna atribuida a uma di-
mensdo. Essas caracteristicas sio registradas como nimeros, que
podem ser negativos ou positivos a cada passo do treinamento do
nosso modelo.
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Para comegar, o modelo colocard valores randomicos, perto de
zero, em cada uma das dimensdes. Imagine 0,01, -0,01, 0,001,
-0,001, e assim por diante. Dessa forma a dimensao nio tem valor
efetivo, mas tem um comego para corrigir e alterar na evolugio do
processo. Comegar com valor nulo dificultaria o funcionamento
do processo porque o modelo ndo teria nenhum “chute inicial”
para aprender.

Se todas as palavras comegarem exatamente iguais (com zero em
todas as dimensdes), os neurdnios do modelo vio receber sempre
as mesmas combinagdes no comego, e nio terdo como saber qual
peso ajustar para cada palavra.

Antes de montar nosso modelo neural, estruturaremos o corpus
em sequéncias de treinamento, de modo semelhante ao que era
feito nos modelos /N-gram, mas agora com a finalidade de ali-
mentar uma rede neural. Vamos determinar que faremos uma ja-
nela de 5 palavras consecutivas, ou seja, para cada trecho, as quatro
primeiras palavras formardo o contexto anterior, e a quinta pala-
vra serd aquela que estamos tentando prever, isto é, o alvo (zarger).
Com isso, temos um corpo de treino estruturado.

Mesmo que vocé queira treinar sobre “gato”, o modelo s6 verd
“gato” como alvo nas janelas em que essa palavra aparecer como
a préxima palavra a ser prevista depois de um contexto anterior.

Para colocar o modelo para rodar, temos que definir uma janela de
contexto (context window). Se queremos prever a préxima palavra,
vamos observar as palavras anteriores. Nesse caso, acabamos de
determinar uma janela de contexto igual a 4.

Vamos também representar a palavra-alvo por meio de um vetor
one-hot, isto é, uma representagdo em que apenas a posi¢do cor-
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respondente a palavra correta recebe valor 1, enquanto as demais
recebem valor 0.

Cada vez que dispararmos o modelo, ele vai olhar para quatro pala-
vras anteriores. Assim funciona o modelo na perspectiva do NNLM:
prever a préxima palavra a partir de um contexto anterior fixo.

Se temos um corpus com 100.000 palavras e definimos uma jane-
la de contexto igual a 4, cada posi¢do do corpus, a partir da quinta
palavra, pode gerar um exemplo de treino: quatro palavras ante-
riores como contexto e uma préxima palavra como alvo. Assim,
o conjunto total de treino pode chegar a cerca de 99.996 exem-
plos formados por contexto e alvo. As repeti¢oes sio mantidas de
propésito, pois permitem que o modelo aprenda as frequéncias
reais de ocorréncia e reproduza padrées estatisticos naturais da
linguagem.

Agora vamos olhar para alguns nimeros do treinamento. Que-
remos uma aplica¢do que saiba qual a préxima palavra provavel,
dado um contexto. Claro, nosso modelo s6 conhecerd o vocabu-
lirio e os textos que treinou, mas dentro desse universo, ele serd
mais rdpido e eficiente do que qualquer grupo de humanos.

O treinamento do modelo de linguagem NNLM consiste em
processar esses exemplos em partes, chamadas de lotes (batches).
A cada lote, ele compara o que previu com o que deveria ter previsto,
calcula os erros e ajusta seus pardmetros (os famosos weights e bias).
Esses novos pardmetros jd entram em agido no processamento do
préximo lote, e o processo de autocorregio acontece assim, passo
a passo. Quando termina todos os lotes, ele completou uma época
(epoch). Ele repete as épocas virias vezes até aprender bem.

Vamos supor que usamos batches de 128 exemplos. Teremos
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aproximadamente 782 lotes para nossos 99.996 exemplos de trei-
no. Quando terminarmos de rodar todos, teremos completado
uma época. Faremos 10 épocas para garantir que o modelo com-
preendeu os diferentes contextos possiveis.

Voltando 2 nossa matriz do vocabuldrio (1000x20), digamos que
a palavra “gato” esteja na linha 185. O modelo, ao buscar a palavra
“gato”, traz as 20 dimensdes associadas a ela. Temos uma matriz
1x20. Mas lembre-se: a entrada do modelo, nesse caso, sio as 4
palavras anteriores do contexto, cada uma com suas 20 dimensdes.
Isso gera uma matriz 4x20, que podemos organizar como uma
linha de 80 nimeros, matriz 1x80. Essa linha é ordenada segundo
a posi¢do das palavras anteriores no contexto.

Como treinamos 128 exemplos por vez, teremos uma matriz de
entrada com 128 linhas, cada uma com 80 nimeros — ou seja,
128x80. Essa matriz entra no nosso modelo.

Agora vamos montar o modelo. Temos uma camada de entrada
(input layer) com 80 valores por exemplo, ou seja, 128 exemplos
com 80 valores cada. Vamos construir uma rede neural com uma
camada oculta com 128 neurdnios, e cada um desses neurdnios vai
aplicar seus préprios pesos sobre os mesmos 80 valores de todos
os exemplos do lote. Em outras palavras, cada neurdnio aplica sua
prépria interpretagdo dos 80 valores de cada exemplo. Ao final do
processamento dos 128 exemplos, completamos um lote.

O que esses neurdnios fazem? Cada um aplica uma fungio cha-
mada de ativa¢do. Primeiro, eles multiplicam os 80 valores por
um conjunto de nimeros (os W, de weights), um para cada valor.
Cada neurénio tem sua interpretagio dos 80 valores, e os pesos W
aplicados a cada um deles sdo o seu jeito de interpretar.
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Esses pesos ajudam o neurénio a focar em certos padrdes, como
palavras relacionadas a animais, sentimentos, transportes, ainda que
os significados nio estejam claramente definidos nem mesmo para
os pesquisadores. O que sabemos com precisdo é que esses valores
posicionam as palavras em locais em um espago multidimensional.

Para se ter uma ideia dos padroes entrépicos dos modelos, se re-
setarmos todos os pesos e reinicializarmos o mesmo modelo com
o mesmo corpus de treino, os pesos finais (W e b) apés 10 épocas
serdo diferentes do modelo anterior, e as posi¢oes das palavras
nesse espaco multidimensional também serdo diferentes. Ainda
assim, palavras com significados ou contextos préximos estardo
novamente agrupadas em regides similares.

Depois de multiplicar as dimensées com os pesos W, somava-se
tudo e adicionam um valor extra, chamado bias. O bias permi-
te mais flexibilidade no funcionamento dos neurénios, ajustando
melhor os resultados. Se os valores ainda estiverem muito pré-
ximos de zero depois da aplica¢do dos pesos W, o bias entra em
cena para “acordar” o neurdnio, adicionando um empurriozinho

final.

Ao longo do processo, lote apds lote, o bias vai ganhando mais
importancia: se os pesos W aprendem a relagdo entre os valores
de entrada, o bias aprende a calibrar a relevincia do resultado final
dessa combinagio. Existem casos em que o bias permanece pré-
ximo de zero. E isso também ¢ aprendizado. Significa que, para
aquele neurdnio, o conjunto de entradas nio ¢é relevante o sufi-
ciente para justificar uma ativagio frequente. O bias, nesse caso,
estd dizendo: “essa combinagio ndo é comigo, nio sou especiali-
zado nesse conjunto de palavras”.

Apés isso, aplicava-se a fungio de ativagio ReLU (Rectified Linear
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Unit), que zera valores negativos e mantém os positivos como estdo.
Essa fungio € essencial porque ela evita que o modelo fique pre-
so em respostas lineares demais. Ao manter os valores positivos

. . A « ”»
passando direto, a ReLU permite que os neurdnios “acesos” con-
tinuem contribuindo com forga, e ao zerar os negativos, impede
ruido desnecessirio.

Mais do que normalizar, ela ajuda a rede a produzir respostas nio
lineares, ou seja, que a rede tenha variedade de respostas, e reduz, em
muitos casos, o problema do desaparecimento dos gradientes, permi-
tindo que o modelo continue aprendendo com mais eficiéncia.

Outros modelos, como a sigmoide, comprimem os valores nega-
tivos e positivos para que caibam entre 0 e 1, 0 que limita o poder
de aprendizado por achatar diferencas e matar o gradiente.

Cada neurénio da camada oculta gera entdo um nimero, que ¢é
resultado da aplica¢ido da fungio de ativagio, e esse nimero é en-
viado para os neuronios de saida, um para cada palavra do nosso
vocabulario. Sio 1000 neurdnios de saida.

Apresento-lhes a fun¢io de ativagio:

z:Za:-w—i—b e a=ReLU(z)
ReLU(z) = max(0, z)

Ou seja, retorna 0 se x < 0 e retorna x se x > 0. Depois que os 128
neurdnios da camada oculta enviam seus valores @, esses nimeros
chegam aos 1000 neurdnios de saida, cada um representando uma
palavra do nosso vocabuldrio.

Nenhum deles sabe, de cara, se deve levantar a mio. Cada neurd-
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nio pega os 128 valores da camada anterior e faz seu préprio cél-
culo: aplica um conjunto exclusivo de pesos (um W préprio para
cada valor de a) e soma um pequeno ajuste, o bias. Esse cilculo
gera um numero bruto, sem filtro, chamado /ogiz, um placar inter-
no. Um neurénio pode dizer: “para mim, esse contexto vale 2,3%;
outro, “-1,5”; outro, “0”. Esse conjunto de mil notas, positivas ou
negativas, sao os /ogits.

Ainda nio sio probabilidades, pois ndo existe probabilidade ne-
gativa, mas é a partir deles que o modelo decide quais palavras
fazem sentido.

Perceba um detalhe importante: esses pesos e bias ndo vieram
prontos de fébrica. O préprio modelo os cria na largada, com va-
lores aleatérios bem préximos de zero. A cada lote de treino, ele
compara o que previu com a palavra que deveria prever (a resposta
esta no corpus). Se errou, ajusta os nimeros. Lote apds lote, época
ap6s época, esses ajustes vao afinando o ouvido de cada neurénio
de saida: ele aprende a reconhecer os sinais que combinam com “a
palavra dele”, e a ignorar o resto.

No fim das contas, cada neurdnio de saida vira especialista em
contextos especificos, ou seja, aprende a responder com mais for-
¢a a certos padroes de contexto, geralmente aqueles que envol-
vem, de algum modo, as probabilidades da palavra que representa.
Quando o contexto bate com o que ele aprendeu, o logit sobe. Se
nio bate, o logit despenca.

Depois dessa etapa, uma func¢io chamada Softmax transforma
esse painel de mil logits em probabilidades que somam 1, e temos
a lista das palavras mais provaveis para continuar a frase.

A func¢do Softmax nasceu fora do vocabulirio contemporaneo da
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IA, mas se liga a tradi¢des anteriores da estatistica, da termodiné-
mica estatistica e dos modelos de escolha discreta. Na econome-
tria, a familia dos modelos logit multinomiais foi formalizada por
Daniel McFadden nos anos 1970, contribui¢do que lhe renderia,
em 2000, o Prémio Nobel de Ciéncias Econémicas. Na aprendi-
zagem de mdquina, a Softmax passou a ser usada como forma de
transformar saidas brutas de uma rede neural em uma distribui-
¢do de probabilidades sobre multiplas classes.

A transposi¢do para a aprendizagem de maquina veio nos anos
1980, quando David Rumelhart, Geoffrey Hinton e Ronald
Williams precisavam de uma fun¢io que produzisse valores nor-
malizados entre O e 1, representasse probabilidades relativas entre
multiplas saidas e fosse diferencidvel, requisito essencial para o
backpropagation.

Agora vamos para uma beleza matematica. Os neur6nios de saida
receberam logits (valores brutos) positivos e negativos. Precisa-
mos transformé-los em probabilidades. Para isso, vamos normali-
zar. E como esse processo serd usado dentro do treinamento logo
adiante (com gradiente e corre¢do de erro), precisaremos aplicar
derivadas.

Aqui entram dois truques maravilhosos. Primeiro: ndo existe expo-
nenciagdo cujo resultado seja negativo. Mesmo que o expoente seja
negativo, o que ocorre é uma inversao, ele passa para o denominador.
O valor de Euler elevado a um nimero negativo vira um ndme-
ro positivo muito pequeno. Em outras palavras: valores baixos
continuam existindo, mas com menos for¢a. Segundo, o nimero
de Euler tem uma beleza prépria, sua derivada é igual a prépria
tuncio. Isso facilita muito o trabalho quando o modelo precisar
ajustar seus pesos com base no erro.
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E o que o Softmax faz, finalmente? Ele exponencia Euler ao valor
de cada logit individual, e depois divide esse valor pela soma de to-
dos os exponenciais calculados a partir de Euler elevado aos logits.

E como se dissesse:

“Vamos transformar esses palpites brutos em probabilidades jus-
tas, onde ninguém fica com valor negativo, todo mundo ¢é positivo,
e a chance de cada um ¢ proporcional ao quanto gritou no placar.”

Formalmente:

e~

Z;/:l e

Softmax(z;) =

O resultado final é uma lista com todas as palavras do vocabuldrio
e suas respectivas chances de aparecerem apds aquele conjunto
de palavras que usamos como entrada. Aplicagdes como o auto-
completar de e-mails usam exatamente esse tipo de estrutura para
sugerir palavras conforme vocé digita.

Mas como sabemos se o modelo acertou? L4 atrds, quando aplica-
mos o n-gram, estruturamos as combinagdes reais do nosso cor-
pus, e é a palavra que realmente apareceu naquele contexto que
serve como gabarito, o nosso target. Se o modelo nio acertar o
target, ele calcula a diferenga entre o que previu e o que deveria
prever. Esse cilculo se chama loss.

E a partir daqui que comeca o processo de autocorregio que fard
efeito no préximo lote. Logo em seguida, é usada uma técnica
chamada backpropagation para ajustar os valores de W (peso) e
b (bias), refazendo o caminho ao contrério, ou seja, voltando ca-
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mada por camada na rede neural, corrigindo os erros com base
no erro final. Como funciona o célculo de loss? Ele compara duas
coisas: o que o modelo previu, ou seja, a lista de probabilidades
que saiu do Softmax, e o que realmente deveria acontecer, a pala-
vra certa que estava no nosso Corpus.

Esses dois elementos tém o mesmo formato: listas com mil posi-
¢oes (supondo um vocabulirio de mil palavras). A saida do mo-
delo tem vérios numeros entre O e 1, todos somando 1, como uma
distribui¢do de probabilidades.

Ja aresposta correta vinda do corpus de treino é uma lista cheia de
zeros, com um unico valor 1 na posi¢ido da palavra certa. E como
se dissesse: “é essa, e nenhuma outra”.

A técnica matemidtica usada para fazer essa comparagio se chama
Cross-Entropy. Ela nio olha apenas se o modelo acertou ou errou.
Ela mede o quanto o modelo estava confiante no chute errado. Se
o modelo errou com forga, ou seja, atribuiu probabilidade muito
baixa a palavra correta, por exemplo 0,01, a punicio é alta. Se
atribuiu probabilidade alta & palavra correta, ou seja, errou pouco,
como 0,89 ou 0,99, a punicio é baixa. A Cross-Entropy, portanto,
nio mede apenas se o modelo acertou ou errou, ela mede o quanto
a distribui¢do prevista se afastou da resposta correta.

Errar com convicgdo, dando baixa probabilidade, pesa mais do que
errar com hesitagdo. A Cross-Entropy estd ali para isso: ensinar o
modelo nio sé a acertar, mas também a errar com menos teimosia.
A funcio Cross-Entropy entra em cena justamente para se apro-
veitar dos logaritmos, que sio a inversa da exponencial.

E por que isso faz sentido agora? Porque todos os nossos nime-
ros, tanto os que saem do Softmax quanto os 0 ou 1 que vém do
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corpus, estdo sempre entre 0 e 1. Nessa faixa, o log natural (base
de Euler) tem um comportamento precioso: quanto menor for o
numero, mais negativo (e em médulo, “maior”) fica o log. Quanto
mais préximo de 1, mais perto de zero ele se mantém. Em outras
palavras, se o Softmax deu uma probabilidade baixinha para a
palavra correta, digamos, 0,01, o log (0,01) resulta em algo como
—4,6. Um puxdo de orelha gigantesco. Se o modelo estava quase
certo e pos 0,99 na palavra certa, o log (0,99) resulta em -0,01,
uma puni¢io leve. E se cravou 1, perfeito: log (1) ¢é igual a zero.
Nenhuma punigio.

A Cross-Entropy entdo pega esse log, multiplica pelo 1 que marcaa
posi¢do da palavra certa (e por 0 nas posi¢des erradas), aplica o sinal
negativo para transformar o valor em positivo, soma, e entrega um
nimero que mostra exatamente o quéo “arrogante” foi o erro, ou, no
caso do acerto, o quio confiante e certeiro foi o palpite.

Agora é hora de corrigir os valores de W e bias dos 128 neurdnios
da hidden layer. A Cross-Entropy jd nos entregou um nimero: o
tamanho do erro. Mas a mégica nfo ¢ s6 saber o que errou. E sa-
ber onde errou, quanto errou, e como voltar atrds. Entra em cena
o processo conhecido como backpropagation. Backpropagation ¢é
exatamente o que o nome diz: uma propagacio para trds. A rede
comega do final, dos neurdnios de saida, e vai recuando camada por
camada, revisando os passos que a levaram ao erro.

Lembra do placar que os neurdnios de saida deram, os tais logits?
Pois bem: agora a rede olha para eles com outros olhos e pergunta:
“quais desses valores mais contribuiram para a burrada que acabei
de cometer?”. A resposta vem via cdlculo de derivada. Mais preci-
samente, da derivada da fun¢io de perda com respeito aos pesos
W e aos bias b de cada camada.
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Lembra da nossa fungio de ativagio ReLU? Aquela que deixa os
positivos passarem e zera os negativos? Pois é. Agora ela mostra
outro lado: sua derivada é simples, limpa, bindria. Ela diz: “se pas-
sou por mim positivo, posso te mostrar o quanto vocé ajudou no
erro; se fui zero, ndo me responsabilize”.

Com esse diagndstico na mao, o modelo entdo volta a camada
oculta, aquela dos 128 neurénios, e comega a corrigir peso por
peso, bias por bias. Os valores de W e b sio ajustados usando
um algoritmo chamado Gradiente Descendente. Ele basicamente
empurra os pardmetros na dire¢io oposta ao erro, tentando des-
cer a montanha do prejuizo. Descer a montanha em razdo de seu
ponto 6timo ser no chio, levando em conta que ele realmente per-
corre uma topografia multidimensional com vales e picos. Valores
errados estdo nos picos, valores corretos mais préximos dos vales.

O conjunto de valores que se transformou em um escalar colocou
o resultado final longe da palavra que deveriamos ter previsto, o
valor target. Esse “longe” ¢ como um ponto alto, descolado do
lugar ideal que o modelo queria atingir. Imagine um tecido mul-
tidimensional, com altos e baixos, vincos e dobras, uma superficie
de erro. O ponto ideal estd em alguma parte plana, no “piso” desse
relevo.

O que o gradiente faz ¢é justamente isso: calcula a primeira deri-
vada do loss com relagio aos pesos, ou seja, como o erro muda se
vocé mexer levemente em cada peso do modelo. Mesmo que o
loss pareca um nimero sé, ele ¢, na verdade, uma fung¢io oculta de

todos os W e b.

A derivada mostra a diregio de maior subida, e o gradiente des-
cendente faz o oposto: aponta pra baixo, na dire¢io onde o erro vai
diminuindo. E como se a rede tivesse uma bussola interna dizendo
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“desga por aqui, por essa dobra do tecido, que o chéo estd logo ali”.
Quando a rede erra, queremos saber nio s6 quanto errou, mas
para onde seguir para errar menos. E ai que entra a primeira
derivada da fungdo de perda, que é, na pritica, uma maneira de
descobrir a inclinagio local do erro em relagdo a cada peso que
usamos no célculo.

Em outras palavras, ¢ como se dissesse: “se vocé mexer esse peso
um pouquinho pra c4, o erro sobe”; “pra 14, o erro desce”. E isso
mesmo, usamos derivada, uma estrutura matemdtica presente nos
primeiros passos em célculo analitico.

Se estivermos num gréfico 2D, essa inclinagdo seria um 4ngulo.
Mas aqui estamos num espago com centenas de dimensdes, cada
uma correspondente a um peso ou bias. Ainda assim, a légica é a
mesma, e calcularemos a derivada da perda (loss) em relagio a cada
um dos pesos: a derivada mostra a dire¢do de maior crescimento
do erro. E como ndo queremos subir, queremos descer, seguimos
na dire¢do oposta. Pronto: temos o gradiente descendente.

O gradiente nada mais é do que um vetor com todas essas deriva-

das. Um para cada peso W e para cada bias b.

oL 0L oL
oWy oWy’ 7 0b,

VL(W,b) =

Com isso, sabemos para onde o erro aponta em cada dimensdo.
Mas falta saber quanto andar. A resposta vem de um valor que
escolhemos antes: a taxa de aprendizado, representada pela letra

grega N (eta).

Ela regula o tamanho do passo. Se for muito pequena, o modelo
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aprende devagar. Se for muito grande, ele pode passar direto do
ponto ideal, como alguém descendo uma ladeira e trope¢ando na
propria pressa.

A atualizagio dos pesos e bias ¢ feita com:

oL
Wnovo - Watual —-n- W
[
oL

bnovo = batual —n- %

A taxa de aprendizado pode, e deve, ser calibrada. Se ela for muito
pequena, o modelo ajusta os pesos com passos minudsculos. Isso
até pode garantir precisio, mas exige muito mais épocas para
aprender, 0 que aumenta o custo computacional.

Por outro lado, se exageramos e colocamos uma taxa muito alta, o
modelo altera os pesos W e b com agressividade demais, fazendo
com que eles “passem direto” do ponto ideal. Resultado: o modelo até
chega ripido, mas nio para no lugar certo. Corre, mas aprende mal.

Assim que o modelo atualiza os pesos W e b ao final do primeiro
lote, inicia-se o segundo, repetindo todas essas etapas, do célculo
dos logits a corre¢do pelo gradiente, para um novo conjunto de
combinagbes. Esse processo se repete ao longo dos aproximada-
mente 782 lotes do corpus, encerrando o que chamamos de uma
€poca.

Realizando 10 épocas (neste exemplo), teremos um modelo trei-
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nado. Se no inicio ele poderia sugerir “roda” depois de “gato”, ao
final das 10 épocas esse tipo de erro ja nio passa despercebido: os
pesos foram ajustados, o modelo afinou sua escuta e estd agora
muito mais preciso.

O raciocinio e a modelagem matemitica fundamentais de fung¢io
de perda (loss) e gradiente descendente permanecem os mesmos
até os modelos atuais no momento que este texto foi escrito (No-
vembro de 2025), sob o paradigma “Transformers”, inclusive nos

modelos de ponta como GPT-4, GPT-5 ou PaLM-2.

Para se ter uma ideia, com uma GPU moderna, cada lote no nos-
so modelo NNLM de Bengio levaria aproximadamente 5 mi-
lissegundos para ser processado. Como temos aproximadamente
782 lotes, uma época levaria cerca de 3,9 segundos e as 10 épocas
levariam aproximadamente 39 segundos. Em uma CPU comum,
dependendo da implementagio, o mesmo processo poderia levar
dezenas de minutos

Aplicagoes comerciais do modelo de Yoshua Bengio

As aplicagdes comerciais 4 época foram simples, mas impactan-
tes: corretores ortograficos inteligentes, sugestoes de palavras em
motores de busca, autocompletar de e-mails e sistemas de reco-
mendagio basica.

Embora os modelos NNLM a partir de Bengio ainda carregassem
algumas limita¢des dos n-grams, como janelas de contexto fixas e trei-
namento computacionalmente caro, suas diferencas operacionais, es-
pecialmente a capacidade de aprendizado distribuido por embeddings
e o uso de gradientes, permitiram avangos praticos antes impenséaveis.
Esses modelos foram adotados com sucesso por grandes empresas
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de tecnologia.

A Microsoft, por exemplo, integrou variantes de NNLM em seus
sistemas de corre¢do automitica no Word e Outlook, melhorando
sugestdes de escrita e gramadtica.

A Google aplicou modelos neurais de linguagem em produtos
como Smart Reply, que sugeria respostas curtas no Gmail, e
Smart Compose, que completava frases em tempo real com base
no contexto. Esses produtos pertencem a linhagem técnica aber-
ta pelos modelos neurais de linguagem, embora ji empregassem
arquiteturas, otimizagdes e infraestruturas posteriores as formula-
¢oes originais de Bengio.

Esses casos nio apenas demonstraram que era possivel usar mo-
delos neurais de linguagem em produgio real, mas também pro-
varam que eles ofereciam desempenho superior. Mais preciso,
mais adaptavel, mais “natural”. Foi o suficiente para destravar o
interesse comercial e académico pela linguagem neural.

Estava aberta, enfim, a primavera da Inteligéncia Artificial.

Referéncias bibliograficas

BENGIO, Yoshua; DUCHARME, Réjean; VINCENT, Pascal;
JANVIN, Christian. A Neural Probabilistic Language Model.
Journal of Machine Learning Research, v. 3, p. 1137-1155, 2003.

BRIDLE, John S. Probabilistic Interpretation of Feedforward
Classification Network Outputs, with Relationships to Statis-
tical Pattern Recognition. In: SOULIE, Francoise Fogelman;
HERAULT,]eanny. Neurocomputing: Algorithms, Architectures

80



AINTELIGENCIA ARTIFICIAL CONTADA

and Applications. Berlin: Springer, 1990. p. 227-236.

CHEN, Mia Xu; LEE, Benjamin N.; BANSAL, Gagan; CAO,
Yuan; ZHANG, Shuyuan; LU, Justin; TSAY, Jackie; WANG, Yi-
nan; DAI, Andrew M.; CHEN, Zhifeng; SOHN, Timothy; WU,
Yonghui. Gmail Smart Compose: Real-Time Assisted Writing.
In: Proceedings of the 25th ACM SIGKDD International Conferen-
ce on Knowledge Discovery and Data Mining. Anchorage: ACM,

2019. p. 2287-2295.

COATES, Adam; HUVAL, Brody; WANG, Tao; WU, David;
NG, Andrew Y.; CATANZARO, Bryan. Deep Learning with
COTS HPC Systems. In: Proceedings of the 30th International
Conference on Machine Learning. Atlanta: PMLR, 2013. p. 1337-
1345.

HENDERSON, Matthew;/AL—RFOU, Rami; STROPE, Brian;
SUNG, Yun-Hsuan; LUKACS, Liszlé; GUO, Ruiqi; KUMAR,
Sanjiv; MIKLOS, Balint; KURZWEIL, Ray. Efficient Natural

Language Response Suggestion for Smart Reply. arXiv preprint,
arXiv:1705.00652,2017.

HINTON, Geoffrey E.; RUMELHART, David E.; WILLIAMS,
Ronald J. Learning Representations by Back-Propagating Errors.
Nature,v. 323, p. 533-536, 1986.

HINTON, Geoffrey E.; SALAKHUTDINOV, Ruslan R. Re-
ducing the Dimensionality of Data with Neural Networks. Scien-
e, v. 313, . 5786, p. 504-507, 2006.

KANNAN, Anjuli; KURACH, Karol; RAVI, Sujith; KAU-
FMANN, Tobias; TOMKINS, Andrew; MIKLOS, Balint;
CORRADO, Greg; LUKACS, Liszlé; GANEA, Marina; YOU-

81



AINTELIGENCIA ARTIFICIAL CONTADA

NG, Peter; RAMAVAJJALA, Vivek. Smart Reply: Automated
Response Suggestion for Email. In: Proceedings of the 22nd ACM
SIGKDD International Conference on Knowledge Discovery and
Data Mining. San Francisco: ACM, 2016. p. 955-964.

LUCE, R. Duncan. Individual Choice Behavior: A Theoretical
Analysis. New York: Wiley, 1959.

McFADDEN, Daniel. Conditional Logit Analysis of Qualitative
Choice Behavior. In: ZAREMBKA, Paul. Frontiers in Econome-
trics. New York: Academic Press, 1974. p. 105-142.

NVIDIA CORPORATION. NVIDIA CUDA Compute Uni-
fied Device Architecture: Programming Guide, Version 1.0. San-
ta Clara: NVIDIA Corporation, 2007.

RAINA, Rajat; MADHAVAN, Anand; NG, Andrew Y. Large-
-Scale Deep Unsupervised Learning Using Graphics Processors.
In: Proceedings of the 26th International Conference on Machine Le-
arning. Montreal: ACM, 2009. p. 873-880.

RUMELHART, David E.; HINTON, Geoffrey E.; WILLIAMS,
Ronald J. Learning Internal Representations by Error Propaga-
tion. In: RUMELHART, David E.; McCLELLAND, James
L. Parallel Distributed Processing: Explorations in the Micros-

tructure of Cognition. Volume 1: Foundations. Cambridge, MA:
MIT Press, 1986. p. 318-362.

THE THEANO DEVELOPMENT TEAM. Theano: A Py-

thon Framework for Fast Computation of Mathematical Expres-
sions. arXiv preprint, arXiv:1605.02688, 2016.

82



AINTELIGENCIA ARTIFICIAL CONTADA

VINCENT, Pascal; LAROCHELLE, Hugo; BENGIO, Yoshua;
MANZAGOL, Pierre-Antoine. Extracting and Composing Ro-
bust Features with Denoising Autoencoders. In: Proceedings of
the 25th International Conference on Machine Learning. Helsinki:
ACM, 2008. p. 1096-1103.

83



CAPITULO 6

2013-2014:

A ERA DOS
EMBEDDING MODELS -
Word2Uec e GloUe.




AINTELIGENCIA ARTIFICIAL CONTADA

0 modelo de Bengio, mesmo aplicado comercialmente,
ainda tinha um desafio a ser superado: seu alto custo
computacional.

Modelos aplicados a grandes corpus, com vocabuldrios com mi-
lhares de palavras com, por exemplo, 300 dimensées, criavam ma-
trizes embedding gigantes, e os loops de atualizagio dos erros (loss
e backpropagation) tomavam centenas de horas.

Recorda-se da iniciativa de digitalizar a produgdo humana de tex-
tos? Ela ndo parava, e os modelos de IA para linguagem precisa-
vam ser escaldveis.

Um treinamento com 1 milhdo de pares de contexto-palavra, cada
um representado por quatro vetores de 300 dimensoes, equivale-
ria, em uma arquitetura baseada na concatenagio desses vetores,
a entradas de 1.200 dimensdes. Em escala, isso significaria pro-
cessar uma matriz de entrada aproximada de 1.000.000 = 1.200,
antes mesmo das multiplica¢ées pelas matrizes de pesos, do cil-
culo da saida e da atualizagdo dos pardmetros por backpropagation.

A concatenagio dessas informagdes em vetores, a atualiza¢io dos
pesos (W e b) e o calculo do Softmax na camada de saida, ao final
de cada lote, tornavam-se algo em escala proibitiva para o amplo
uso dos modelos.

Nesse contexto emerge Tomas Mikolov, tcheco nascido em 1982
com PhD em Ciéncia da Computagio pela Universidade de Brno,
completado em 2010. Sua tese de PhD versava sobre modelos es-
tatisticos de linguagem para redes neurais. Tomas foi trabalhar na
Microsoft em 2011 como pesquisador no time especializado em
fala e, em 2012, migrou para o Google, onde foi o autor principal
de dois artigos fundamentais: Efficient Estimation of Word Repre-
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sentations in Vector Space e Distributed Representations of Words and
Phrases and their Compositionality.

O primeiro apresentou as arquiteturas centrais do Word2Vec, espe-
cialmente o CBOW e o Skip-Gram. O segundo aprofundou essas
solu¢des e consolidou técnicas de treinamento mais eficientes, entre
elas o negative sampling, que veremos adiante. Juntos, esses traba-
lhos formaram a base técnica do Word2Vec no Google e marcaram
mais um grande passo na evolugdo dos modelos de linguagem.

O que Tomas e seus colegas fizeram foi aplicar simplificages ma-
temdticas elegantes e eficientes no modelo de Bengio. Mikolov
foi buscar inspiragdo em principios matemadticos aplicados a lin-
guistica pelo menos 60 anos antes. A ideia parece simples, mas é
carregada de sofisticagdo: palavras viajam em grupos.

Em 1957, John Rupert Firth escreveu um artigo denominado
“You shall know a word by the company it keeps.” Afirmava que o
significado de uma palavra é determinado pelo contexto linguisti-
co em que aparece, ou seja, que palavras nio carregam significado
isoladas, mas em relagdo a outras palavras.

Firth era professor de linguistica geral na Universidade de Lon-
dres, e concentrava seus estudos em colocagio (palavras que apa-
recem frequentemente juntas) e relagdes sintagmaticas (sequén-
cias lineares na fala ou no texto), para o que importa neste texto.
De forma simplificada, Firth afirmava que certas palavras andam
sempre préximas de outras certas palavras, e que essa companhia
recorrente é observivel nos usos concretos da linguagem. Esses
padrdes podem se manter relativamente estveis por longos peri-
odos, as vezes por décadas, ainda que o léxico seja adaptado pelas
geragdes e seu uso sofra alteragdes criativas ao longo do tempo.
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Ainda assim, ¢ possivel afirmar que “gato” estard frequentemente
« . » « . » . . s’ .
perto de “miau” e “leite”, enquanto dificilmente serd relaciona-
do com “furadeira”. Pode ocorrer, mas a raridade dessa ocorrén-
cia reduz sua probabilidade no uso cotidiano. O que Firth estava
afirmando em seu artigo era uma ideia em que vinha trabalhan-
do por toda sua vida, porém em termos semanticos, com menos
)

formalidade.

Do outro lado do oceano, nos Estados Unidos, estava Zellig Har-
ris, que ja foi mencionado neste conjunto de texto como mentor
de Noam Chomsky, e que pensava da mesma forma. Harris se
concentrou em uma estrutura analitica mais formal, matemati-
ca, observando regularidades sintiticas e distribucionais da lin-
guagem. Seu livro Methods in Structural Linguistics, publicado em
1951, foi uma referéncia importante dessa abordagem.

Poucos anos depois, no artigo “Distributional Structure”, de 1954,
Harris formularia de modo ainda mais direto a ideia de que ele-
mentos linguisticos podem ser compreendidos pelas posicoes e
contextos em que aparecem.

O que ambos propuseram, e que provavelmente iluminou Tomas
Mikolov para que simplificasse os modelos linguisticos de Inte-
ligéncia Artificial, é que palavras basicamente estio sempre nas
redondezas de outras palavras na grande maioria do tempo. Por
consequéncia, os esfor¢os matemdticos de precisio nos diversos
parimetros de cada palavra, como ocorria no modelo de Bengio,
poderiam ser parcialmente substituidos por uma aposta estatistica
mais simples: observar ocorréncias em grande escala e deixar que
a repeticdo dos contextos revelasse as relagdes mais provaveis.

Embora Zellig Harris tenha publicado seu artigo antes, era con-
tempordneo de Firth, que veio a falecer trés anos depois de sua
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obra seminal, em 1960.

A matematica por tras do modelo Word2Uec de Mikolou

Mikolov propos dois modelos, ambos com simplificagdes de
cunho estatistico.

O primeiro, CBOW (Continuous Bag of Words), tratava a pala-
vra central como alvo (target) e usava as palavras ao redor (duas
antes, duas depois) como contexto. A ordem dessas palavras agora
deixava de importar: o que interessava era o grupo.

Em vez de tratar os vetores de cada palavra de contexto separada-
mente, ou concatend-los em uma entrada longa, o modelo somava
as dimensdes correspondentes (coluna 1 de todas, depois coluna
2, e assim por diante) e fazia uma média simples. A busca por pa-
drdes estatisticos substituia a tentativa de parametrizar tudo, uma
escolha que refletia um aprendizado histérico da humanidade.

O CBOW também inovava ao simplificar a camada escondida
(Hidden Layer), tornando-a linear e sem fung¢io de ativagdo. A
média vetorial, obtida a partir da matriz de embeddings W, era
entdo multiplicada pela matriz de pesos W’, gerando scores (/o-
gits) para cada palavra do vocabuldrio.

Dai em diante, o restante do processamento, ativagio, cdlculo de
erro e ajustes, se tornava semelhante ao seu segundo modelo, o
Skip-Gram, que acabou tendo maior impacto pritico em razio de
melhorias. Se o CBOW priorizava a méxima simplificagdo e, por
isso, tinha dificuldade em capturar combinagbes raras de palavras,
aproximando-se do problema de sparsity, o Skip-Gram enfrenta-
ria esse ponto com outra estratégia.
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A primeira alteragio do modelo Skip-Gram, e provavelmente a
mais sensivel, foi deixar para trds a ideia da palavra central ser o
target, o que precisava ser aprendido em razio das palavras do
entorno, que era predominante nos modelos contemporineos de
NNLM e no CBOW. Agora a palavra central era o input, e a
janela de contexto dava o tom de quais palavras “costumavam’
acompanhar a palavra central, e quantas vezes (probabilistico no-
vamente).

Se determindssemos context window igual a 2,0 modelo varreria o
corpus, palavra por palavra, lote a lote, época a época, determinan-
do quais eram as palavras que costumavam acompanhar a palavra
central. E como isso ocorria?

Para cada palavra do corpus, o modelo fazia pares de combinagio.
A frase “o gato pulou no telhado”, encontrada casualmente pelo
modelo no corpus enquanto realizava os lotes e épocas, era com-
binada em pares assim:

(((O”, “gato”); (“O”’ ((pulou”); (“gato”’ ((O’)); (“gato”, “pulou”);
(“gato”, “no))); (“pulou”, ((O”); (((pulou)” “gato))); (“pulou”, ((no)));
» o«

(“pulou”, “telhado”); (“no”, “gato”); (“no”, “pulou”); (“no”, “telha-
do”); (“telhado”, “pulou”); (“telhado”, “no”).

O modelo continha duas matrizes de embeddings, uma para os
vetores de input (W) e outra para os de output (W’), o que, em
outras palavras, quer dizer: cada palavra no vocabuldrio possuia
dois vetores distintos, representando como se comportava quando
era central (input) e quando era uma das palavras de contexto
(output) de qualquer outra.

Para o par (“gato”, “O”), com “gato” como palavra central, o modelo
fazia o produto escalar entre o vetor de “gato” na matriz W e o vetor
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de “O”na matriz W’. Desse produto escalar surgia um valor, o logit,
que representava o grau de afinidade entre essas duas palavras. Esse
logit era entdo passado por uma fungio sigmoide, que o transfor-
mava em uma probabilidade entre 0 e 1. Quanto mais préxima de
1, maior a expectativa de que aquele par ocorresse com frequéncia
no contexto real.

Para cada um desses pares reais (positivos), o modelo também
criava alguns pares falsos, ou negativos, escolhendo palavras ale-
atérias do vocabuldrio. Nesses casos, o par recebia rétulo 0, e o
modelo aprendia a empurrar sua probabilidade para baixo.

Perceba que, se nos modelos anteriores, como o NNLM, o Soft-
max aplicava uma probabilidade na camada de saida sobre todas
as palavras do vocabulario, agora o Skip-Gram, quando treinado
com negative sampling, se contentava, usando sigmoide em vez
do Softmax completo, em comparar cada par real com meia ddzia
de pares inventados.

O Softmax em sua condi¢do integral é um monstro probabilisti-
co, preciso, detalhista e caro computacionalmente, mas Mikolov
enxergou outras possibilidades a partir da teoria distribucional e
da estatistica de coocorréncia. Era a mégica do negative sampling:
o modelo aprendia com poucos pares por vez, mas em muitos
ciclos, entendendo aos poucos quem costumava andar com quem
na linguagem humana.

Com essa probabilidade calculada do par provével e dos pares
negativos, o modelo entdo media seu préprio erro. Se o par era
verdadeiro, o erro (ou perda, loss) era calculado como -log(p). Se
o par era negativo, o erro era -log(1 - p). Essa estratégia, chamada
de binary cross-entropy, dava ao modelo uma bussola matematica:
aproximar os vetores das palavras que de fato aparecem juntas, e
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afastar os vetores das que nio se relacionam.

Esse erro servia de guia para o processo de retropropagacio (ba-
ckpropagation), que ajustava os vetores envolvidos. A cada iteragio,
os vetores de entrada (quando a palavra era central) e de saida
(quando a palavra era de contexto) eram levemente ajustados para
que os pares reais se tornassem mais provaveis e os pares falsos
menos provaveis.

Esse “ajuste leve”, alids, era controlado por uma varidvel chamada
learning rate (taxa de aprendizado) que determinava o tamanho
do passo dado em diregdo a corregdo. Se esse valor fosse muito
alto, o modelo poderia oscilar e nio convergir, se fosse muito bai-
x0, 0 aprendizado seria lento ou até ineficaz. O segredo estava em
encontrar um equilibrio para que os vetores evoluissem de forma
estavel, sem dar saltos bruscos.

Com o tempo, esse processo organizava o vocabuldrio inteiro em
um espago vetorial onde as relagdes seménticas e sintdticas entre
palavras emergiam naturalmente. Tudo isso a partir de simples
estatisticas de coocorréncia, multiplicagbes vetoriais e algumas
boas ideias.

O segundo artigo de Mikolov também explorava técnicas com-
plementares, como a redugio do peso de palavras excessivamente
frequentes, como b, of, e and, que aparecem demais, mas carre-
gam pouca informagio semantica isolada. Também tratava certas
expressoes compostas, como New York ou machine learning, como
unidades mais estaveis. Esses pontos eram importantes para me-
lhorar a qualidade pratica dos vetores, mas o salto central jd estava
dado: transformar palavras em representacbes matematicas reuti-
lizaveis.
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Funcionamento do Skip-Gram com Negative Sampling — Passo
a Passo

a) Corpus de texto:
Um grande conjunto de textos ¢ usado como base de aprendizado.

b) Janela de contexto (context window):

Define quantas palavras antes e depois da palavra central serdo
consideradas. Ex: janela = 2, o modelo pega até 2 palavras para
cada lado.

c) Criagdo dos pares reais (positivos):
A cada palavra central (input), sio gerados pares com suas vizi-
nhas na janela.

Ex: Na frase “o gato pulou no telhado”, com janela = 2, a palavra

» « » «K_»

“pulou” gera: (“pulou”, “gato”), (“pulou”, “0”), (“pulou”, “no”), (“pu-
lou”, “telhado”).

d) Criagdo de pares falsos (negativos):

Para cada par verdadeiro, o modelo sorteia algumas palavras ale-
atérias do vocabuldrio e forma pares negativos, tratados naquele
passo de treino como exemplos de rétulo 0.

» KA - » «

Ex: (“pulou”, “6nibus”), (“pulou”, “chuva”), etc.

e) Vetores de representagio (embeddings):

Cada palavra tem dois vetores:

Um na matriz W (input): representa a palavra como central.
Um na matriz W’ (output): representa a palavra como contexto.

A partir daqui, o modelo realizava calculos para cada par, positivo
ou negativo.
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1. Logit, ou pontuagio bruta: produto escalar entre os vetores da
palavra central e da palavra de contexto.

10glt = Vinput * Voutput

2. Sigmoide, ou probabilidade: transforma o /ogi¢ em uma proba-
bilidade entre 0 e 1.

p

1
1+ exp(—logit)

3. Fungio de perda (Loss)
Se o par é real (y = 1):

Loss = — log(p)

Se o par ¢ negativo (y = 0):

Loss = —log(1 — p)
Na forma completa da fun¢io de perda, apresentada abaixo, ocorre
um efeito matematicamente elegante: quando o valor de ¥ alterna
binariamente entre O e 1, uma das metades da equagio ¢ anula-

da automaticamente em cada caso. Essa forma unificada permite
calcular a perda para pares positivos e negativos a0 mesmo tempo.

Loss = — [y log(p) + (1 — y) log(1 — p)]

4. Gradiente em relagdo ao vetor da palavra central

OLoss ,
avw - (p - y) Ue
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5. Gradiente em relagio ao vetor da palavra de contexto

OLoss
“ou = (P —Y) Vw

C

6. Atualizagdes com taxa de aprendizado 7/ (learning rate)

Uy 4= Uy — N(p — YV,
v, v, —n(p — Y)vw

, r,
Em que Uy, € o vetor da palavra central, U, é o vetor da palavra
de contexto, P é a probabilidade estimada pela sigmoide, e Y é o
rétulo do par: 1 para par real e () para par negativo.

Na pratica, essas duas atualiza¢bes usam os valores dos vetores
antes da corre¢io daquele passo, para que uma atualiza¢do nio
contamine a outra.

Vale lembrar que essa estrutura de cdlculo da perda, amplamente uti-
lizada em modelos de linguagem, deriva da fungio de verossimilhan-
¢a da estatistica cldssica, especialmente quando aplicamos o logarit-
mo e passamos a trabalhar com a log-verossimilhanc¢a negativa. A
aplicagdo do logaritmo a essa fungio foi sistematizada por Ronald
Fisher, em 1922, em seu artigo “On the Mathematical Foundations
of Theoretical Statistics’.

Décadas mais tarde, Claude Shannon, ji citado neste editorial,
aplicaria uma base formal semelhante em sua Teoria da Informa-
¢do, ao desenvolver a férmula da entropia, que mede a incerteza
média de uma distribui¢do. Essa mesma linguagem matemitica,
baseada em probabilidades e logaritmos, ecoaria depois na cross-
-entropy, usada atualmente no aprendizado de maquina para me-
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dir o afastamento entre a previsdo do modelo e a resposta espe-
rada no treinamento, isto ¢, a distribui¢io observada no corpus.

0 modelo GloUe de Pennington, Socher e Manning

Logo depois que Mikolov e sua equipe no Google introduziram
o Word2Vec, Pennington, Socher e Manning, em Stanford em
2014, trouxeram o seu modelo, denominado GloVe.

O GloVe oferecia uma abordagem estatistica, voltando as origens
da contagem de coocorréncias, e que diferia do Word2Vec no mo-
delo de treinamento.

Seu modelo, introduzido no artigo “GloVe: Global Vectors for
Word Representation”, simplesmente contava as ocorréncias dos
pares de palavras por um modelo simplificado de leitura do corpus
chamado janela deslizante (sliding window), e usava esses dados
para otimizar vetores em duas matrizes distintas do vocabuldrio:
uma em que as palavras eram consideradas inputs, e outra em que
eram consideradas outputs.

Aplicava o log da quantidade de ocorréncias do par como refe-
réncia estatistica, usava um procedimento de ponderagio para que
pares raros fossem percebidos sem dominar o célculo e para que
pares muito frequentes ndo pesassem demais, realizava um dot
product das duas matrizes por cada par, somava um &ias de input e
um de output, e comparava esse valor final com o log da contagem
real de coocorréncia.

Esse erro, por sua vez, era penalizado por uma fun¢io de ponde-
ragdo que limitava a influéncia de pares extremamente raros ou
muito frequentes, gerando uma perda (loss) suave e controlada. O
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modelo, entdo, ajustava os vetores por backpropagation, buscando
alinhar o produto escalar ao log da coocorréncia, sem deixar que
outliers dominassem o aprendizado.

A grande diferenca entre 0 Word2Vec e o GloVe era o modo
como aprendiam as representa¢oes das palavras.

Enquanto o Word2Vec apostava em um modelo preditivo, ten-
tando adivinhar palavras do contexto a partir de uma palavra
central (ou o contririo), o GloVe preferia uma abordagem mais
estatistica e direta: contar, pesar e ajustar.

No Word2Vec, os vetores vao sendo ajustados com base em acer-
tos e erros nas previsdes durante o treinamento. Jd no GloVe, a
ideia era partir daquilo que jd se sabe, a frequéncia com que os
pares de palavras aparecem juntos (estatistica) e usar isso como
base para definir a rela¢io entre os vetores. Um “conta, ajusta e
calibra”, o outro “tenta prever e erra até acertar” (probabilidade).
Ambos os modelos geravam vetores tteis, mas o caminho até eles
era bem diferente.

A matematica usada no modelo GloUe
Equacio de predigao: produto escalar + vieses
w; - w; + b; + b; =~ log(X;))
Aqui, W; é o vetor da palavra principal, W; é o vetor da palavra de

contexto, b; e bj s30 0s vieses, € Xl-j representa a quantidade de
vezes que a palavra J apareceu no contexto da palavra <.
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Funcio de ponderacio: peso aplicado ao erro

X, \°

f(Xz ) — Lmax ’
19 SeXz'j 2 Lmax

seX;; < Tmax

Essa fungio controla o peso de cada par de palavras no treina-
mento: pares muito raros entram com peso Menor, ¢ pares muito
frequentes deixam de crescer indefinidamente em importancia.

Funcio de custo: perda a ser minimizada

J =" f(Xij) (w; - wj + b + b; — log(X;;))?

Essa fungio mede o quanto o produto escalar entre os vetores,
somado aos vieses, se afasta do logaritmo da coocorréncia obser-
vada. O treinamento ajusta os vetores para reduzir esse erro.

0 papel dos modelos de embedding vetoriais no mundo pratico

O que o0 nome Word2Vec dizia era simples e direto: vamos trans-
formar tudo em vetores. Sem gramadtica, sem regras sintiticas,
sem categorias semanticas explicitas. Apenas coocorréncias esta-
tisticas, retiradas de corpus gigantescos.

O modelo de Stanford, o GloVe, propunha a mesma légica, embora
com um viés mais estatistico e estrutural. Ambos representaram
uma ruptura com a geragio anterior de modelos, como o NNLM,
que tentava modelar a distribui¢do da linguagem como um todo.
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O NNLM olhava para todas as combinagdes possiveis de palavras
no vocabuldrio, atribufa pesos e probabilidades para cada infe-
réncia e ajustava esses pardmetros continuamente. Isso tornava
o modelo pesado demais para aplicagdes em escala industrial:
treinamentos que levavam semanas e exigiam enorme capacidade
computacional.

Foi nesse cendrio que o Word2Vec trouxe uma revolu¢do. Com a
introdugio dos modelos Skip-Gram e CBOW, além de técnicas
como negative sampling e hierarchical softmax, tornou-se possivel
treinar embeddings de forma leve e rédpida, em horas ou até minutos.
A ideia ndo era mais prever sentengas completas, mas extrair re-
presentagdes vetoriais eficientes das palavras. Pela primeira vez, os
embeddings deixaram de estar acoplados ao modelo de linguagem
e passaram a ser reutilizdveis: representagdes pré-treinadas e in-
dependentes.

Isso abriu caminho para o transfer learning na NLP, um dos
maiores saltos conceituais que a drea veria nos anos seguintes.

E os vetores funcionavam. Word2Vec mostrou que capturava re-
gularidades semdnticas e sintdticas com incrivel elegincia: sub-
trair “homem” de “rei” e somar “mulher” levava, de forma vetorial,
2 ideia de “rainha’”.

As palavras passaram a ser posicionadas em um espago continuo
com base na similaridade de contexto, uma representagio estatis-
tica da linguagem que era, a0 mesmo tempo, simples e poderosa.

O Word2Vec acabou por democratizar a NLP: era leve, ficil de
implementar e seus vetores podiam ser aplicados diretamente a
inimeros produtos, pesquisas e aplica¢es reais. Foi adotado em
larga escala quase da noite para o dia, e foi amplamente utilizado,
muito em razio de estar internalizado no Google, o que facilitou sua

98



AINTELIGENCIA ARTIFICIAL CONTADA

integracdo em diversos produtos e pipelines da empresa. Sua efici-
éncia computacional e simplicidade também contribuiram para sua
ampla adogdo na industria.

Ja o GloVe teve uso mais concentrado em contextos académicos
e projetos de pesquisa, sendo valorizado por sua base estatistica
sélida e pela qualidade semantica dos vetores gerados.

Embora ambos os modelos tenham sido amplamente reconhe-
cidos, o Word2Vec acabou tendo maior proje¢do pritica e dis-
seminagdo por estar associado a uma infraestrutura poderosa e
amplamente acessivel desde cedo.

Aplicagoes comerciais do Word2VUec

Motores de busca (Google, Bing, etc.)

O Word2Vec ajudou motores de busca a incorporar relagdes se-
maénticas entre palavras, e ndo apenas sua presenca literal. Assim,
se alguém buscava por “médico de olhos”, o sistema podia aproxi-
mar essa expressdo de termos relacionados, como “oftalmologis-
ta”. Além disso, embeddings desse tipo podiam melhorar funcées
de autocompletar, correcio e sugestdes do tipo “vocé quis dizer...”.

Recomendagio de produtos (e-commerce, varejo, midia)

Em recomendagio de produtos, varejo, midia e entretenimento,
empresas como Amazon, Netflix e Spotify passaram a usar modelos
vetoriais e embeddings para representar produtos, filmes, musicas,
playlists ou comportamentos de usudrios em espagos matemdticos
compardveis. Em alguns casos, a 16gica era diretamente inspirada
no Word2Vec: se palavras que aparecem nos mesmos contextos
podem ser aproximadas vetorialmente, produtos comprados jun-
tos, musicas ouvidas em sequéncia ou filmes consumidos por perfis
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semelhantes também poderiam ser aproximados em espagos ve-
toriais. O Spotify, por exemplo, chegou a treinar modelos do tipo
Word2Vec sobre playlists geradas por usudrios; em outros casos,
como Amazon e Netflix, a I6gica evoluiu para arquiteturas préprias
de embeddings e recomendagio em larga escala.

Atendimento ao cliente e chatbots

Em atendimento ao cliente e em chatbots, embeddings ajudavam
a aproximar expressoes diferentes com sentido parecido, como
“fatura atrasada”, “boleto vencido” ou “ndo paguei ainda”, permi-
tindo que sistemas tratassem variagoes linguisticas como mani-
festagbes préximas de uma mesma intengéo.
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Os esforgos em IA iam muito bem nas aplicagoes com-
putacionais que previam a proxima palavra. 0 modelo
de Bengio havia trazido de volta a IR para o centro
dos acontecimentos e o Word2Uec, com suas simplifi-
cagoes matematicas, arquitetura mais leve e métodos
que evitavam backpropagations custosos sobre todo o
vocabulario a cada atualizagao, havia acelerado esse
movimento.

No campo do processamento, as GPUs comegavam a ganhar escala.
Em 2014 e nos anos seguintes, passavam a ser aplicadas com cres-
cente importincia em modelos neurais de linguagem e tradugio.

Asvariantes de GPU da fabricante NVIDIA —Tesla, Kepler, Ma-
xwell — eram utilizadas nos modelos linguistico-matematicos com
bastante eficdcia, e foram elementos centrais para o crescimento
da capacidade computacional e consequente sofistica¢io dos mo-

delos de TA.

Somado a isso, entre os anos de 2012 e 2014, a chegada e a po-
pularizagdo de frameworks de deep learning — algoritmos voltados
a construgio e treinamento de modelos, por assim dizer — como
'Theano e Caffe, possibilitaram que mais pessoas treinassem redes
neurais, o que seria de grande importincia para o desenvolvimen-
to dessas tecnologias em um ambiente aberto e de compartilha-
mento de conhecimento.

Logo depois veriamos a chegada de novos frameworks de deep
learning, como TensorFlow, lan¢ado pelo Google em 2015, ¢ Py-
Torch, desenvolvido a partir do ambiente Facebook Al e langado
no ano seguinte.
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A computagio paralela, que, em termos simples, consiste em dividir
uma tarefa entre multiplos processadores para execugio simultinea,
comegava a se consolidar como abordagem promissora.

Embora nio fosse aplicada diretamente aos modelos de tradugio
discutidos neste capitulo, vale menciona-la para ilustrar como o
ambiente tecnoldgico evoluia em ritmo sem precedentes, chegando
a ultrapassar, em certos aspectos, a prépria 16gica da Lei de Moore.

Se as aplicagbes para prever a proxima palavra eram normalmente
utilizadas para um idioma somente, os esforgos em tradugao idio-
midtica nunca deixaram de existir. Eram urgentes e ji contavam
com bons benchmarks.

Como ji foi demonstrado em capitulos anteriores, o uso governa-
mental e militar vinha impulsionando as aplica¢ées de tradugio
desde os anos 1950, pelo menos. Ou seja, a turma da tradugio
nunca parou. Seja em razdo da guerra, seja pela paixdo dos lin-
guistas pelas estruturas de linguagem, ou mesmo pelo desafio
probabilistico dos matematicos, estitico ou dinimico, a sala dos
tradutores esteve cheia todo esse tempo.

As aplicagdes de tradugdo eram, até agora, baseadas em regras
gramaticais e de sintaxe bem definidas, previamente determina-
das para os modelos, ou, com evolugdes importantes, baseadas em
sistemas estatisticos.

No primeiro caso, o modelo dependia de regras escritas por espe-
cialistas: Diciondrios, estruturas sintdticas, equivaléncias gramati-
cais e decisdes linguisticas eram programadas previamente.

Exemplos dessas aplicagdes sdo o IBM Georgetown, de 1954, ¢ o
Systran, lancado em 1968. Este dltimo foi financiado pelas forgas

106



AINTELIGENCIA ARTIFICIAL CONTADA

armadas americanas, usado na Guerra Fria e mais tarde pela NASA.

Em 1997, a AltaVista integrou essa aplicagdo ao Babel Fish, ba-
seado no Systran, registrando uma das primeiras experiéncias co-
merciais de tradugdo automatica para o grande publico. A aplicagio
foi parar nas mios do Yahoo pela aquisi¢io da AltaVista e ficou
amplamente conhecida como Yahoo Babel Fish. Para o usudrio co-
mum, a tradugio automdtica aparecia ali como uma ferramenta de
internet. Ainda rigida, muitas vezes literal e limitada, mas ja visivel
fora dos ambientes militares, académicos e institucionais.

No segundo caso, o avango veio pelos sistemas estatisticos. Em
vez de depender apenas de regras programadas previamente, es-
ses modelos aprendiam padrdes a partir de grandes conjuntos de
textos ja traduzidos. Se uma frase aparecia em inglés em um do-
cumento oficial canadense e sua versio correspondente aparecia
em francés, o modelo podia comparar as duas versdes e estimar,
por probabilidade, quais palavras ou grupos de palavras em um
idioma costumavam corresponder a palavras ou grupos de pala-
vras no outro.

Era uma forma diferente de resolver o problema. O computa-
dor nio precisava saber gramdtica como um linguista. Precisava
observar recorréncias. Ao encontrar milhares de vezes expressoes
como “the European Parliament” e “le Parlement européen”, ou
“the motion was adopted” e “la motion a été adoptée”, o modelo
comegava a inferir correspondéncias estatisticas. Primeiro entre
palavras, depois entre pequenos grupos de palavras, e finalmente
entre frases mais provéveis.

O publico sentiria essa fase principalmente com o Google Trans-
late, langado em 2006, j4 apoiado em tradugdo estatistica. A expe-
riéncia era diferente daquela do Babel Fish. A tradugio deixava de
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parecer apenas uma substitui¢do mecinica de palavras por regras
fixas e passava a parecer uma escolha probabilistica entre formu-
lagbes possiveis.

Portanto, antes da tradugdo neural, havia duas grandes familias
em operagdo: os modelos baseados em regras e os modelos esta-
tisticos. As duas haviam produzido avangos importantes, tanto
institucionais quanto comerciais, mas ainda esbarravam em uma
dificuldade central: as duas linhagens de tradugdo demandavam
uma habilidade que até entdo era um desafio matemitico, j4 men-
cionado nesse conjunto de textos: a capacidade do modelo de pre-
servar informagdes de contexto ao longo de frases longas.

Lembra-se da palavra central e as vizinhas, duas a menos, duas a
mais? Esses modelos eram incapazes de trabalhar com frases lon-
gas, com, por exemplo, 10 palavras ou mais. Muito menos “com-
preender” e “aprender” a aplica¢do em contextos.

Colocado de outra forma, os modelos discutidos até aqui ainda
nio resolviam bem o problema das sequéncias longas. Os mode-
los de Bengio e Word2Vec tratavam de palavras, proximidade e
representaces vetoriais, mas nio eram desenhados para preservar
contexto ao longo de uma frase inteira, muito menos para trans-
formar uma sequéncia em outro idioma, palavra por palavra.

Redes recorrentes jd existiam e ji operavam com dados sequen-
ciais. O problema ¢é que, ao lidar com frases longas, sofriam para
manter a informagcio relevante ao longo de muitos passos tem-
porais. A sequéncia era processada, mas o contexto se degradava.
Anos antes, em 1997, Sepp Hochreiter introduzira o conceito
Long Short-Term Memory (LSTM), que era capaz de “memorizar”
longas sentengas e suas aplicagdes. Era uma tentativa de solucio-
nar os problemas que redes recorrentes (RNN), tais como Elman
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e Jordan, continuavam a sofrer ao lidar com frases longas.

Quando chegava a hora de ajustar os nimeros internos, os fa-
mosos pesos, os RNNs precisavam “voltar no tempo” pela frase
inteira, num processo chamado backpropagation through time, cor-
rigindo os pesos de cada palavra da sequéncia (frase).

Nesse processo, os valores que viajavam para corrigir os pesos iam
se multiplicando varias vezes, palavra apés palavra. Em frases cur-
tas o efeito exponencial nio era rampante, mas em frases longas
esses valores sumiam (ficavam tdo pequenos que era como se fos-
sem zero) ou explodiam (ficavam tdo grandes que bagungavam o
céalculo).

O LSTM de Sepp Hochreiter mudou esse jogo. Ele colocou por-
toes de controle, que funcionavam como filtros inteligentes, capa-
zes de guardar o que importava e descartar o que era irrelevante
em cada passo da frase. Com isso, mesmo em sentengas longas,
o modelo conseguia lembrar o contexto e fazer os ajustes mate-
maticos de forma estédvel, sem o efeito de sumico ou explosio dos
numeros.

Do outro lado, na tradu¢io (decoder), ele fazia um trabalho com-
putacionalmente caro como o de Bengio, atribuindo probabilida-
des para todo o idioma de output (2° idioma) a fim de reconstruir
a frase que vinha do idioma original.

Em vez de esquecer o que estava no inicio, 0 LSTM atualizava nio
s6 o vetor da palavra que estava sendo processada, mas também um
vetor de estado, que ia acumulando o sentido da sequéncia inteira.

Isso era possivel nesse momento em virtude de uma escolha na
modelagem. Os ajustes ndo tratavam de atualizar os pesos (em-
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bedding dimensions) das palavras da frase em relagdo a totalidade
do mesmo vocabuldrio, como em Bengio, nem em compreender
estatisticamente onde as palavras mais aparecem, lote a lote, até
que houvesse uma razio estatisticamente inabaldvel do compor-
tamento dessa palavra. O modelo tratava especificamente daquela
frase no idioma de input.

O LSTM visava dotar certa sequéncia, uma frase retirada de um
corpus, de uma identidade numérica multidimensional prépria,
sem precisar recalcular sua relagdo com todas as palavras do voca-
buldrio a cada processamento. Essa identidade néo eliminava os
vetores das palavras isoladas. Era construida a partir deles, passo a
passo, enquanto o modelo percorria a frase e atualizava seus esta-
dos internos. Ou seja, ao final do processamento, o vetor passava
a representar a sequéncia inteira, e ndo apenas palavras conside-
radas isoladamente.

Esse vetor ganhava sentido no lado oposto do modelo, quando o
decoder tentava reconstruir, no idioma B, a frase correspondente a
sequéncia de entrada no idioma A. O treinamento ocorria sobre
corpus paralelo, com sentencas equivalentes em idiomas diferentes.

A cada tentativa de reconstrugio, o modelo comparava a frase gerada no
idioma B com a tradugio correta, calculava o erro e ajustava seus pesos.
A corregdo ndo ficava apenas no decoder. Voltava também ao encoder;
tazendo com que a representagdo numérica da frase original se tornasse
cada vez mais util para produzir a frase equivalente no outro idioma.

O modelo matemitico no idioma B realizava parte do mesmo
processo do idioma A, pois também trabalhava sequencialmente
e atualizava seus estados internos a cada palavra. Mas fazia algo a
mais em termos de sofisticagio: em vez de apenas condensar a fra-
se recebida, construia uma nova frase, palavra por palavra, usando
o vetor recebido do encoder, o estado anterior do préprio decoder e
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as palavras ja produzidas.

No caso da tradugio, isso era fundamental. O encoder lia a frase no
idioma A e condensava seu sentido em um vetor. O decoder entdo
usava esse vetor para gerar a frase correspondente no idioma B,
palavra por palavra.

O modelo de Sepp tinha um custo computacional alto a época.
Multidimensional, com ajustes complexos e com necessidade de
memoria, 0 que 0 manteve restrito a usos conceituais e académicos
por mais de uma década, com raras tentativas de uso comercial.

Isso mudaria no ano de 2014, quando a capacidade computa-
cional havia superado certas fronteiras e a curva de aprendizado
da industria havia se inclinado positivamente de forma ingreme.
Este ano traria acontecimentos que o tornariam mais um ponto
de inflexdo importante na histéria dos modelos de IA.

Nesse ano, Ilya Sutskever, Oriol Vinyals e Quoc V. Le, todos
trabalhando no Google Brain, publicaram o artigo “Sequence to
Sequence Learning with Neural Networks”, introduzindo uma po-
derosa arquitetura para tradu¢do de mdquina que se utilizava do

modelo LSTM de Sepp.

Com o objetivo de contextualiza¢do histérica desse livro, vamos
olhar novamente para as pessoas envolvidas nesses acontecimentos.
Ilya nasceu em 1986 na antiga Unido Soviética. Mudou-se com a
familia para Israel, onde completou seus estudos médios e fez al-
guns cursos livres a distdncia na Universidade de Israel. Em 2002
sua familia mudou-se para o Canadd, e Ilya ingressou na Uni-
versidade de Toronto. Ali conquistou seu bacharelado em Ma-
temdtica, depois em Ciéncia da Computagio e, finalmente, seu
doutorado em Ciéncia da Computagio. Importante citar que 14
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Ilya cooperou com Geoffrey Hinton.

Ilya, Oriol e Quoc, de dentro do Google Brain, unidade do Goo-
gle para estudos em inteligéncia artificial, langaram nesse ano o
Seq2Seq. Como o nome jd diz, tratava-se de relacionamentos en-
tre sequéncias.

Ainda em 2014, outro artigo trataria da mesma questdo. No artigo
“Learning Phrase Representations using RNIN Encoder—Decoder for Sta-
tistical Machine Translation”, Cho et al. introduziram o GRU (Gated
Recurrent Unit), uma versdo simplificada do LSTM de Sepp. Sim-
plificado em relagio ao LSTM, o GRU apresentava resultados
muito préximos, porém com mais aplicabilidade em razao de uti-
lizar-se de menos pardmetros e ter mais rapidez.

Kyunghyun Cho nasceu na Coreia do Sul, obteve seu bacharelado
em Ciéncia da Computagio no KAIST (Instituto de Ciéncia e
Tecnologia Avangada da Coreia), e mestrado e doutorado na Uni-
versidade Aalto, na Finlandia. Sua tese de doutorado foi nomeada
“Fundamentos e avangos em Deep Learning”.

Cho juntou-se a4 Universidade de Montreal como pesquisador em
fase de pés-doutorado, onde conheceu ninguém menos que Yoshua
Bengio (aquele que foi responsavel pelo fim do inverno em IA).J4
como professor de Cho, Bengio foi coautor do artigo sobre GRU,
que viria a compor esse momento em que os modelos de IA ga-
nhavam muita velocidade.

O modelo Seq2Seq do Google utilizava-se da aplicagio de Ilya
Sutskever, Oriol Vinyals e Quoc V. Le, baseada em LSTM. Seus
pesquisadores perceberam também as vantagens do GRU de Cho,
testaram e assimilaram o modelo, mas logo surgiria outro meca-
nismo matemdtico computacional que iniciaria uma verdadeira
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revolugdo na capacidade de apreensio de contexto dos modelos
de TA: os modelos de atengio.

A velocidade de desenvolvimento dos cdlculos computacionais
aplicados 4 linguagem ja havia tomado, nesse momento, uma di-
mensio incomparédvel com qualquer outra fase da humanidade.
Essa revolug¢do nio ocorreu isoladamente, e é importante trazer a
luz outros movimentos importantes que ocorreram simultanea-
mente e que possibilitaram esse processo.

Esforgos em traducao

O que se buscava em tradugdo era que o modelo conseguisse ler
uma frase em um idioma e expressasse o mesmo sentido em outro.
No Seq2Seq, o primeiro médulo (encoder) percorria a frase em
inglés e condensava seu sentido em um vetor, uma espécie de “re-
sumo matemadtico” daquela sentenca.

Em seguida, o segundo médulo (decoder) comegava a desempaco-
tar esse vetor, gerando palavra por palavra em francés, por exem-
plo, até formar uma frase que carregasse o mesmo significado.

Nesse contexto ocorreram movimentos significativos, governa-
mentais e privados: a criagdo de corpora paralelos de idiomas, mé-
todos de medi¢do e até campeonatos de performance de modelos.
Um dos mais importantes foi a criagdo de corpora paralelos, ou
seja, conjuntos em um idioma que estivessem emparelhados a ou-
tro idioma. Esses corpora vinham se desenvolvendo desde os anos
1980 e era usado no treinamento desses modelos.

Alguns tiveram papel central, como o Europarl, consolidado em
2005 pelo pesquisador Philipp Koehn, um dos nomes importan-
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tes da tradugio automdtica estatistica. O Europarl era um corpus
composto por transcri¢des do Parlamento Europeu, inicialmente
organizado em 11 idiomas e depois expandido para 21, permi-
tindo que pesquisadores comparassem frases equivalentes entre
diferentes linguas europeias.

Assim foi também o Canadian Parliament, nos idiomas inglés e
francés e um dos primeiros corpora paralelos modernos, o Uni-
ted Nations Parallel Corpus, com documentos oficiais traduzidos
para 6 idiomas, o Opus Project, que agregava diversos corpora
paralelos, menos formais, e que incluia filmes, softwares e sites
multilingues, e 0 WMT (workshop on machine translation), que
ndo ¢ um corpus Unico, mas um conjunto de dados liberados anu-
almente para os campeonatos WMT. Os campeonatos WMT fa-
ziam parte de um ecossistema de esfor¢os em tradugio.

Além do WMT, ocorriam o IWSLT, com foco em tradugio de
fala e tendo as Ted Talks traduzidas em diversos idiomas como

um dos datasets, e o NIST MT.

Esses campeonatos de tradugio automadtica foram cruciais para
acelerar a evolu¢do dos modelos entre 2005 e 2015. Eles funcio-
navam como pontos de encontro entre academia e industria, onde
equipes do mundo todo competiam para ver quem traduzia me-
lhor com base em corpora paralelos padronizados.

A fim de padronizar as pontuagdes que mediam a performance
desses modelos de tradugio, pois antes de 2000 cada grupo de
pesquisa media a qualidade da tradugdo de um jeito diferente,
por avaliagio humana, contagem de palavras corretas ou critérios
préprios, a IBM propés o BLEU, Bilingual Evaluation Unders-
tudy, em 2002. O BLEU comparava a tradugio produzida pela

mdquina com tradugdes humanas de referéncia, medindo a sobre-
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posicdo de palavras e pequenos grupos de palavras, os chamados
n-gramas, além de penalizar tradugdes excessivamente curtas.

O BLEU foi rapidamente adotado como padrio de avaliagdo pelo
NIST Machine Translation Evaluation, NIST OpenMT, e, pou-
co depois, tornou-se também a métrica de referéncia do WMT.

Depois do BLEU vieram outros padroes de avaliagdo, como

NIST, Meteor, TER, chrF e mais tarde Comet e Bleurt.

Essa era a base invisivel, mas imprescindivel, dos esfor¢os em mo-
delos probabilisticos simples e mais tarde neurais de tradugio, e for-
mou a estrutura para o compartilhamento de conhecimento além
de fronteiras e idiomas, que estamos presenciando atualmente.

A matematica por tras do Google seq2seq

Foram dois os modelos RNN utilizados nesse periodo: LSTM e
GRU. Aqui vamos explorar matematicamente o mais sofisticado,
o LSTM utilizado pelo Google Brain no langamento do Seq2Seq.
Trata-se de uma arquitetura em que a sequéncia (frase) no pri-
meiro idioma é processada e comprimida em um vetor por um
médulo chamado encoder. Outro médulo, o decoder, descomprime
esse vetor e comega a reconstruir a frase no segundo idioma, pala-
vra por palavra, a partir de /ogizs e aplicando softmax sobre todo o
vocabulario do idioma 2.

A partir dos logits resultantes antes do soffmax no idioma 2, o erro
¢ calculado via cross-entropy e, pelo método de gradient descent, os
ajustes necessdrios sio aplicados no idioma 2 e enviados de volta
a0 encoder, que, por sua vez, altera seus pesos e as representagdes
vetoriais das palavras na sequéncia de entrada (inpuz sentence).
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A grande inovagdo do LSTM estd nos gates do encoder. Sio cha-
mados portdes por realizarem um processo na passagem do vetor
de entrada, e controlam duas fung¢des cruciais: a memoria de curto
prazo e a de longo prazo.

O modelo descrito aqui ¢ treinado com um corpus paralelo, por
exemplo, inglés e francés, contendo 20.000 pares de frases equi-
valentes nos dois idiomas. Cada par contém uma frase no idioma
1 e sua tradugdo correspondente no idioma 2. Seu objetivo ndo
era identificar, dentro de uma lista, qual frase no idioma 2 corres-
pondia a uma frase no idioma 1, mas aprender a gerar, palavra por
palavra, uma frase no idioma 2 que preservasse o sentido da frase
recebida no idioma 1.

Comegamos com uma representagao por embeddings,em que cada
palavra ou token ¢é representado por um vetor de 512 dimensdes.
Supondo que todas as frases no idioma 1 estejam representadas
com comprimento fixo de 5 posi¢des, T = 5, com uso de padding
para frases menores, a estrutura inicial é uma matriz de formato

(20.000 x 5).

No entanto, cada célula contém, na verdade, um vetor (1 x 512) re-
presentando o embedding do token. O conjunto completo forma um
tensor 3D com formato (20.000, 5, 512): 20.000 frases, cada uma

com 5 posi¢des, e cada posi¢do com um vetor de 512 dimensdes.

O treinamento ocorre em lotes (batches). Por exemplo, usando um
batch de 100 frases, o formato serd (100, 5, 512). O processa-
mento ocorre simultaneamente para todas as frases e percorre os
tokens na ordem temporal: primeiro token de todas as frases (t =
0), depois o segundo (t = 1), até (t = 4).

Cada token (1 x 512) passa por multiplicagbes de matrizes com
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trés pardmetros fundamentais:

W — pesos ligados ao input atual, com formato (m,n) = (512,512)
multiplicando o vetor de entrada do token (Z¢) e transformando
as dimens6es do embedding nas dimensdes da camada oculta;

U — pesos ligados ao hidden state anterior, carregando informa-
¢oes do token anterior, com formato (n,n) = (512,512), multipli-
cando h¢_1 e permitindo que a rede carregue informagio do passo
anterior; b — ias com formato (n,) = (512,), somado ao resultado
das multiplicagbes para ajustar o deslocamento antes da fung¢io
de ativag¢io.

Na formulagio moderna do LSTM, ja com um portio especifico
de esquecimento, chamado forger gate, responsével por controlar
quanto do estado de célula anterior deve ser preservado ou des-
cartado, essas operagdes ocorrem separadamente para cada gate:

iv=0c(W;- -z + U - hyt +b;) - input gate
fi=ocWf -2, +Uf ht + bf) - forget gate

¢ =tanh(We -z +Uc- b1 + be) - célula candidata
o =c(Wo-z;+ Uo-h; ' + bo) - output gate

A partir desses valores, os estados de longo e curto prazo sio atu-
alizados por:

Ct:ft®ct_l+7;t®5t
hy = o, © tanh(c;)

onde O ¢ a fungio sigmoide, tanh é a tangente hiperbélica e ®
representa multiplicagio elemento a elemento (Hadamard pro-

duct).

Note que o hidden state ht é calculado a partir do hidden state
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anterior ht — 1, carregando a memoria de curto prazo para o passo
seguinte.

Ja o cell state C; é atualizado a partir do valor anterior ct — 1, pre-
servando a memoria de longo prazo ao longo da sequéncia.

No inicio do decoder, 10 e c0 sio inicializados, respectivamente,
com hT e cT produzidos pelo encoder, o que garante que a tradu-
¢do comece com todo o contexto processado da frase de entrada.

Na pritica, como cada gate tem seu préprio conjunto de W, U
e b,0 LSTM mantém quatro grupos de parimetros, que podem
ser empacotados em matrizes Unicas (4n representando a conca-
tenacio dos gates input, forget, candidata e output):

W com formato (m,4n) = (512, 2048)

U com formato (n,4n) = (512,2048)

b com formato (4n, ) = (2048, )
O modelo descrito ¢ unidirecional (processa apenas de t =0 a
t =T — 1), tem tamanho de hidden state n = 512 igual ao embe-
dding size m = 512, apenas uma camada LSTM e usa padding
para sentencas menores que 5 tokens, com o simbolo <PAD>.

Depois que o encoder processa toda a frase, ele entrega ao decoder
o par final (hr,cr), que se torna (ho, co) do decoder. Este executa
o mesmo mecanismo interno (mesmas equagdes de gates), mas
na primeira entrada recebe um simbolo especial <SOS> (szart of
sequence).

Se o modelo usar feacher forcing, durante o treinamento a entrada
do préximo passo no decoder nao é a palavra prevista, mas a pala-
vra correta do conjunto de treinamento, acelerando e estabilizan-
do o aprendizado.
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No modo livre (free running), o decoder usa como entrada a pré-
pria palavra gerada anteriormente, o que é mais préximo da infe-
réncia real, mas mais suscetivel a erros acumulativos.

No decoder, a cada passo:

1.Recebe ¢, hi—1 e ci_1;

2. Passa pelas multiplicagdes W,U e bias nos quatro gates,
3. Atualiza ¢; e ht;

4. Aplica uma camada linear (projection layer) para gerar /o-
gits do tamanho do vocabulario de saida;

5. Aplica softmax para obter as probabilidades;

6. Escolhe a préxima palavra por uma estratégia de decodi-
ficagdo, como escolha da palavra mais provével, amostragem
probabilistica ou o beam search, muito usado em tradugio
automidtica por comparar vérias hipéteses de frase.

Quando a frase de saida ¢ concluida (ou um <EOS> é gerado),
calcula-se o erro entre a frase prevista e a real por cross-entropy.
Esse erro ¢ propagado para trs (Backpropagation Through Time
— BPTT), ajustando todos os pesos W, U e b do encoder e do
decoder.

Esse ciclo se repete para cada datch, por vérias épocas, até que o
modelo aprenda a mapear frases do idioma 1 para o idioma 2 com
precisdo satisfatéria.

O que podemos perceber aqui é a complexidade do modelo, com
calculos matriciais de grande dimensio no encoder, a complexi-
dade do softmax e da cross entropy no decoder e o retorno com
correcdes, agora sequenciado pelos passos temporais de processa-
mento, por isso chamado BPTT.
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O amadurecimento dos modelos matemdticos e a evolu¢io da
capacidade de processamento (seja pelos processadores ou por
frameworks), além dos esfor¢os paralelos em tradugio, foram os
responsdveis pelo salto qualitativo observado nos modelos de IA
entre 2014 e 2016.

Usos comerciais do Seq2Seq

Em tradugdo automética (NMT — Neural Machine Translation),
o Google Translate foi o caso mais emblemitico.

Em 2016, 0 Google substituiu seu sistema estatistico baseado em
frases, SMT, por uma arquitetura neural de tradugio, o GNMT,
Google Neural Machine Translation, baseada em Seq2Seq. A
mudanga ¢ importante porque levou a 1égica Seq2Seq para uma
aplicagdo comercial de grande escala. O sistema continuava ba-
seado na ideia central de transformar uma sequéncia de entrada
em uma sequéncia de saida, mas ja incorporava attention, um me-
canismo que reduzia o gargalo do vetor Gnico ao permitir que o
decoder consultasse partes diferentes da frase de entrada durante
a tradugio, e que veremos em capitulos adiante.

O Baidu, a Microsoft (Bing Translator), e o Facebook Al também
adotaram variantes do Seq2Seq com LSTM/GRU para tradugio
multilingue. Para chatbots e assistentes virtuais, os modelos Seq-
2Seq foram usados para geragio de respostas em sistemas de aten-
dimento automatizado e assistentes como o Microsoft Xiaoice na
China e versdes iniciais de Google Assistant e Amazon Alexa
para didlogos curtos. O Facebook Messenger usou frameworks

baseados em Seq2Seq para o bot de FAQ e suporte ao cliente.

No caso de legendas automiticas e legendagem em tempo real,
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um bom exemplo foi o YouTube Auto-Captions e os sistemas
de legendas para videoconferéncias, que usaram o Seq2Seq para
converter dudio em texto e, em seguida, fazer tradugio ou ajuste
gramatical.

O Seq2Seq foi usado também em plataformas internas de empresas
para responder automaticamente a perguntas frequentes, com base
em bases de conhecimento preexistentes, e em sistemas de gera¢io
de cédigo e preenchimento automitico anteriores a consolidagio
dos Transformers. Ferramentas como Kite ajudaram a popularizar
a ideia de sugestdo automatica de cédigo, embora a geragao moder-
na em larga escala tenha se consolidado depois com modelos base-
ados em Transformers, como o Codex usado no GitHub Copilot.
O modelo virou uma tecnologia pivd para qualquer tarefa que en-
volvesse mapear uma sequéncia de entrada para uma sequéncia de
saida, e sua aplicagio comercial foi ampla: tradugio, atendimento
automitico, legendagem, resumo e até geracio de cédigo.

Referéncias bibliogrificas

ABADI, Martin et al. TensorFlow: A System for Large Scale
Machine Learning. In: OSDI 2016, 12th USENIX Symposium

on Operating Systems Design and Implementation. Savannah:

USENIX Association, 2016. p. 265-283.

BAHDANAU, Dzmitry; CHO, Kyunghyun; BENGIO, Yoshua.
Neural Machine Translation by Jointly Learning to Align and
Translate. In: International Conference on Learning Representa-

tions, ICLR 2015. San Diego: ICLR, 2015.

BANERJEE, Satanjeev; LAVIE, Alon. METEOR: An Au-

tomatic Metric for MT Evaluation with Improved Correlation

121



AINTELIGENCIA ARTIFICIAL CONTADA

with Human Judgments. In: ACL Workshop on Intrinsic and
Extrinsic Evaluation Measures for Machine Translation and/
or Summarization. Ann Arbor: Association for Computational

Linguistics, 2005. p. 65-72.

BARRAULIT, Loic et al. Findings of the 2020 Conference on
Machine Translation, WMT20. In: Proceedings of the Fifth
Conference on Machine Translation. Online: Association for
Computational Linguistics, 2020.

BASTIEN, Frédéric et al. Theano: New Features and Speed Im-
provements. In: NIPS 2012 Deep Learning Workshop. Lake
Tahoe: Neural Information Processing Systems Foundation, 2012.
BENGIO, Yoshua et al. A Neural Probabilistic Language Model.
Journal of Machine Learning Research, v. 3, p. 1137-1155, 2003.

BERGSTRA, James et al. Theano: A CPU and GPU Math
Compiler in Python. In: Proceedings of the 9th Python in Scien-
ce Conference, SciPy 2010. Austin: SciPy, 2010. p. 1-7.

BROWN, Peter F. et al. The Mathematics of Statistical Machine
Translation: Parameter Estimation. Computational Linguistics, v.
19,n.2, p. 263-311, 1993.

CHO, Kyunghyun et al. Learning Phrase Representations using
RNN Encoder Decoder for Statistical Machine Translation. In:
EMNLP 2014, Conference on Empirical Methods in Natu-
ral Language Processing. Doha: Association for Computational
Linguistics, 2014. p. 1724-1734.

DODDINGTON, George. Automatic Evaluation of Machine
Translation Quality Using N-gram Co occurrence Statistics. In:
Human Language Technology Conference, HLT 2002. San Die-

122



AINTELIGENCIA ARTIFICIAL CONTADA

go: Morgan Kaufmann, 2002.

FEDERICO, Marcello et al. Overview of the IWSLT 2012
Evaluation Campaign. In: Proceedings of the 9th Internatio-
nal Workshop on Spoken Language Translation, IWSLT 2012.
Hong Kong: IWSLT, 2012. p. 12-33.

GERS, Felix A.; SCHMIDHUBER, Jurgen; CUMMINS, Fred.
Learning to Forget: Continual Prediction with LSTM. Neural
Computation, v. 12, n. 10, p. 2451-2471, 2000.

HOCHREITER, Sepp; SCHMIDHUBER, Jurgen. Long Short
Term Memory. Neural Computation, v. 9,n. 8, p. 1735-1780, 1997.
HUTCHINS, W. John. The Georgetown IBM Experiment De-
monstrated in January 1954. In: AMTA 2004, Conference of the
Association for Machine Translation in the Americas. Washing-

ton: AMTA, 2004.

JIA, Yangging et al. Caffe: Convolutional Architecture for Fast
Feature Embedding. In: ACM Multimedia 2014, Open Source
Software Competition. Orlando: Association for Computing
Machinery, 2014.

KOEHN, Philipp. Europarl: A Parallel Corpus for Statistical
Machine Translation. In: M'T Summit 2005. Phuket: Asia Pacific
Association for Machine Translation, 2005. p. 79-86.

KOEHN, Philipp; OCH, Franz Josef; MARCU, Daniel. Statis-
tical Phrase Based Translation. In: HLCT NAACL 2003, Human
Language Technology Conference of the North American Chap-
ter of the Association for Computational Linguistics. Edmonton:

Association for Computational Linguistics, 2003. p. 127-133.

KOEHN, Philipp et al. Moses: Open Source Toolkit for Statis-
123



AINTELIGENCIA ARTIFICIAL CONTADA

tical Machine Translation. In: ACL 2007, 45th Annual Meeting
of the Association for Computational Linguistics, Companion
Volume, Proceedings of the Demo and Poster Sessions. Prague:

Association for Computational Linguistics, 2007. p. 177-180.

LINGUISTIC DATA CONSORTIUM. Hansard French English.
LDC95T20. Philadelphia: Linguistic Data Consortium, 1995.

MIKOLOYV, Tomas et al. Efficient Estimation of Word Repre-
sentations in Vector Space. arXiv preprint arXiv:1301.3781,2013.

MIKOLOYV, Tomas et al. Distributed Representations of Words
and Phrases and their Compositionality. In: Advances in Neural
Information Processing Systems 26, NeurIPS 2013. Lake Tahoe:

Neural Information Processing Systems Foundation, 2013. p.

3111-3119.

OCH, Franz Josef. Statistical Machine Translation Live. Google
Research Blog, 28 abr. 2006.

OCH, Franz Josef; NEY, Hermann. The Alignment Templa-
te Approach to Statistical Machine Translation. Computational
Linguistics, v. 30, n. 4, p. 417-449, 2004.

PAPINENI, Kishore et al. BLEU: A Method for Automatic
Evaluation of Machine Translation. In: ACL 2002, 40th Annual
Meeting of the Association for Computational Linguistics. Phi-
ladelphia: Association for Computational Linguistics, 2002. p.
311-318.

PASZKE, Adam et al. Automatic Differentiation in PyTorch. In:
NIPS 2017 Autodiff Workshop. Long Beach: Neural Informa-
tion Processing Systems Foundation, 2017.

124



AINTELIGENCIA ARTIFICIAL CONTADA

POPOVIC, Maja. chrF: Character n-gram F score for Automatic
MT Evaluation. In: WMT 2015, Tenth Workshop on Statisti-
cal Machine Translation. Lisbon: Association for Computational
Linguistics, 2015. p. 392-395.

REI, Ricardo et al. COMET: A Neural Framework for MT
Evaluation. In: EMNLP 2020, Conference on Empirical Me-
thods in Natural Language Processing. Online: Association for
Computational Linguistics, 2020.

SELLAM, ‘Thibault; DAS, Dipanjan; PARIKH, Ankur.
BLEURT: Learning Robust Metrics for Text Generation. In:
ACL 2020, 58th Annual Meeting of the Association for Com-
putational Linguistics. Online: Association for Computational

Linguistics, 2020. p. 7881-7892.

SLOCUW, Jonathan. Machine Translation: Its History, Current
Status, and Future Prospects. Computational Linguistics, v. 11, n.

1,p. 1-17,1985.

SNOVER, Matthew et al. A Study of Translation Edit Rate with
Targeted Human Annotation. In: AMTA 2006, 7th Conferen-

ce of the Association for Machine Translation in the Americas.

Cambridge: AMTA, 2006. p. 223-231.

SUTSKEVER, Ilya; VINYALS, Oriol; LE, Quoc V. Sequence to

Sequence Learning with Neural Networks. In: Advances in Neu-
ral Information Processing Systems 27, NeurIPS 2014. Montreal:
Neural Information Processing Systems Foundation, 2014.

TIEDEMANN, Jorg. Parallel Data, Tools and Interfaces in
OPUS. In: LREC 2012, Eighth International Conference on

125



AINTELIGENCIA ARTIFICIAL CONTADA

Language Resources and Evaluation. Istanbul: European Lan-
guage Resources Association, 2012.

WU, Yonghui et al. Google’s Neural Machine Translation Sys-
tem: Bridging the Gap between Human and Machine Transla-
tion. arXiv preprint arXiv:1609.08144, 2016.

YANG, Jin. SYSTRAN on AltaVista. In: AMTA 1998, Confe-
rence of the Association for Machine Translation in the Ameri-

cas. Langhorne: AMTA, 1998.

ZIEMSKI, Michat; JUNCZYS DOWMUNT, Marcin; POU-
LIQUEN, Bruno. The United Nations Parallel Corpus v1.0. In:
LREC 2016, Tenth International Conference on Language Re-

sources and Evaluation. Portoroz: European Language Resources
Association, 2016.

126



A INTELIGENCIA ARTIFICIAL CONTADA

127



CAPITULO 8

2014 A 2015 -
BAHDANAU, LUONG

E 0 NASCIMENTO DO
ATTENTION MODERNO
EM TRADUCAO NEURAL.




AINTELIGENCIA ARTIFICIAL CONTADA

Relembrando um ponto de inflexao importante — a ten-
tativa de melhorar a capacidade dos mecanismos de
traducao pelo Seq2Seq, quando as frases recebiam um
conjunto de caracteristicas encapsuladas em um vetor
que poderia ser desempacotado em outro idioma - po-
demos denominar o proximo movimento do ecossistema
de computacgao como o inicio da era da cognicao de ma-
quina, expressao cunhada por este autor.

Esse movimento foi marcado pela passagem do paradigma do
processamento sequencial limitado das RNNs para uma forma
de rede capaz de consultar seletivamente a informacio conforme
a necessidade.

O Seq2Seq tinha um gargalo. Seu vetor fixo, representado pelo esta-
do final do encoder h_T', e no caso do LSTM também o estado de
célulac_T',era entregue ao decoder como resumo da frase de entrada.
Esse “pacote” de dimensdes fixas (por exemplo, 512 dimensdes
numéricas) obrigava o modelo a comprimir toda a informagio se-
mantica e sintdtica em um dnico ponto de partida para o decoder.

Para frases longas e complexas, o vetor ficava sobrecarregado.
Detalhes importantes, como advérbios, negacoes e relagdes de
dependéncia sintdtica, se perdiam. Tentando reconstruir a frase
de saida s6 a partir desse resumo comprimido, o resultado eram
tradug¢des truncadas, sem coeréncia ou com erros de concordéncia.

Esse obsticulo técnico, mais uma vez, foi a motivagio para a pré-
xima inovagdo nos modelos de IA.

Nesse contexto surge Dzmitry Bahdanau. Bielorusso, estudou
matemadtica aplicada na Belarusian State University e obteve seu
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mestrado em Ciéncia da Computagio na Jacobs University em
Bremen, na Alemanha, sob supervisio de Herbert Jaeger, conhe-
cido por suas Echo State Networks (ESN). Mais tarde obteve
seu PhD no MILA (Université de Montréal), sob orientagio de
ninguém menos que Yoshua Bengio, um dos pais do Deep Lear-
ning. Estando no MILA, Bahdanau se posicionou no nicleo que
catalisou o renascimento das redes neurais.

Para fins de ilustragdo, o jovem Dzmitry foi medalha de ouro na
IOI (International Olympiad in Informatics) em 2009, ocorrida
na Suécia naquele ano, com o 13° lugar nos resultados individuais.

Bahdanau pensou: “E se, em vez de for¢ar toda a informagio da
frase em um nico vetor, o decoder pudesse consultar as informa-
coes (bidden states) de cada palavra da frase do encoder quando
precisar?” Foi assim que o attention mechanism se tornou uma peca
central da tradugio neural moderna. Em vez de depender sé do
ultimo hidden state do encoder h_T' o decoder olha para trds em
todos os h_j e decide dinamicamente quais palavras sdo mais re-
levantes a cada passo.

O gargalo de compressio em um tunico vetor foi o problema
que levou Dzmitry Bahdanau, Kyunghyun Cho e Yoshua Ben-
gio a proporem o attention no artigo Neural Machine Translation
by Jointly Learning to Align and Translate, submetido em 2014 e
apresentado no ICLR em 2015. Cho era o mesmo pesquisador
que jd havia contribuido para o GRU e para o modelo RNN En-
coder Decoder, ainda em 2014. Bahdanau e Cho trabalhavam no
ambiente académico de Bengio, a quem se credita a sugestio do
nome attention. Tudo ocorria muito répido.

A ideia central era atribuir a cada posi¢do da frase no input/idio-
ma 1 um peso de contexto, ou seja, uma medida de relevincia
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daquela palavra, ja transformada em representagdo interna pelo
encoder, dentro daquela sequéncia especifica. Cada vez que o de-
coder trabalhasse para desempacotar os dados e prever a préxima
palavra da sequéncia no output/idioma 2, ele poderia olhar para a
relevincia de cada posi¢io da sequéncia que veio do encoder, isto
é, para cada palavra ji convertida em hidden state.

Era uma forma de entender a presenca de palavras em diferentes
combinagdes em que ela aparecia e quio importante essa palavra
era em uma cada uma dessas sequéncias especificas.

Em outras palavras, se além de eu saber que vocé aparece, eu com-
preender a importincia que vocé tem naquela frase, cercado por
aquelas palavras, naquele momento da tradugio, eu acabo sabendo
quando devo prestar atengdo em vocé e ao que estd em sua volta.

Em seu modelo de atengio, chamado additive attention, Bahda-
nau sempre olhava globalmente, para todos os hidden states do
encoder, acrescido de outros detalhes, como em que momento o
contexto era observado. Bahdanau tinha um peso matemitico e
computacional grande, mas a proposi¢io era revoluciondria.

Olhando para as complexidades do modelo e seu custo computa-
cional, outro grupo propos melhorias no mecanismo de atengio.
A partir do departamento de ciéncia da computagio da Univer-
sidade de Stanford, os jovens Minh-Thang Luong e Hieu Pham,
estudantes de PhD em Ciéncia da Computagio e orientados pelo
professor Christopher D. Manning, 4 época chefe do Stanford
NLP Group, escreveram o artigo Effective Approaches to Atten-
tion-based Neural Machine Translation (2015).

Buscando simplificar o modelo de atengdo, Luong deslocou o
momento em que o cdlculo do contexto entrava em agdo. Se Bah-
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danau gerava os scores (ou pesos de importincia) de cada pala-
vra antes de atualizar o estado do decoder, ou seja, o contexto ji
influenciava a atualiza¢do do decoder, Luong primeiro atualizava
o estado do decoder e s6 depois gerava os scores, comparando esse
estado com os hidden states do encoder.

Além disso, Bahdanau tinha um sistema mais pesado para calcu-
lar os scores das palavras da sequéncia, usando proje¢des lineares
seguidas da funcdo tangente hiperbélica. Por isso, seu modelo fi-
cou conhecido como additive attention. Ja Luong propds formas
mais simples para calcular os scores, como dot product, general e
concat. As duas primeiras eram as formas mais claramente mul-
tiplicativas, pois usavam produto escalar, de modo direto ou com
uma matriz treindvel intermedidria. Jd concat, embora apresentada
por Luong, aproximava-se mais da 1égica aditiva de Bahdanau,
pois juntava os vetores antes da proje¢io final. Ele também apre-
sentou a ideia de o decoder olhar apenas para uma janela em torno
de uma posi¢io da sequéncia (local attention), diminuindo ainda
mais o custo e for¢ando foco no modelo.

A comunidade de NLP passou a usar com frequéncia formas mais
simples de atfention em frameworks de cédigo aberto porque
eram mais rdpidas. Embora o mérito conceitual permanecesse
com Bahdanau, as formula¢ées de Luong tiveram maior aderén-
cia prética.

Em resumo, se 0 Seq2Seq construia estruturas informacionais que
carregavam a estrutura contextual de uma frase em um bloco (o
vetor fixo do encoder), que seria desmontado e interpretado por um
mecanismo “do outro lado”, mas que trazia dificuldades para o lado
interpretador em razio da compressio do bloco, Bahdanau, e depois
Luong, criaram um modelo que permitia que o “lado interpretador”
pudesse olhar para dentro do processo (consultando dinamicamen-
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te os hidden states do encoder) e pegasse as informagdes que achasse
mais importantes para facilitar a interpreta¢do do bloco.

Os resultados foram tradugdes mais precisas, com maior fluidez e
bem menos distor¢des, consolidando a atengdo como um divisor
de 4guas na evolugio dos modelos de linguagem.

O modelo de attention foi criado especificamente para o uso em
traducdes, mas logo passou a ser aplicado em resumo automitico,
reconhecimento de fala, resposta a perguntas, e até legenda de ima-
gens (neste ultimo caso, em uma estrutura um pouco diferente). No
exemplo do resumo automadtico, o modelo continuava operando
com pares de treino. A diferenca é que, em vez de ter uma sequ-
éncia em um idioma e outra sequéncia em outro idioma, trabalha-
va-se no mesmo idioma: de um lado, textos ou frases longas, e de
outro, suas versdes resumidas. Cada par de treino associava uma
sequéncia longa a sua sequéncia curta correspondente.

O encoder gerava os hidden states da entrada (frase) longa e, ao
gerar o resumo, o decoder usava o atfention para atribuir mais peso
as posigoes da sequéncia, isto é, palavras ja representadas pelo en-
coder, que ajudavam a produzir a versio resumida, deixando em
segundo plano aquelas que eram menos uteis para transmitir o
conceito. Dessa forma, frases ou textos longos eram convertidos
em versdes mais curtas.

O modelo ndo “sabia” que estava resumindo ou traduzindo. Ele
aprendia a mapear uma sequéncia de entrada em uma sequéncia
de saida, com o attention ajudando a selecionar, a cada passo, quais
partes da entrada eram mais tGteis para gerar a saida.
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A matematica por tras do attention

Cada token da frase de entrada era inicialmente convertido em
um vetor denso (um embedding de 512 dimensdes em nosso
exemplo), e processado sequencialmente por uma rede recorrente

(LSTM ou GRU).

A cada passo temporal (t), essa rede recebia o vetor de entra-
da atual (%), combinava-o com o estado oculto anterior (h;_1) €
produzia um novo estado (ht), que encapsulava as informagdes
acumuladas até aquele ponto da sequéncia. Assim, ao final do pro-
cessamento de uma frase de comprimento (T), o encoder gerava
uma série de vetores (h1, hs, ..., hr), cada um representando um
resumo contextual de sua posi¢io.

No modelo Seq2Seq original, apenas o tltimo estado, (h7), era
transmitido ao decoder. Isso criava o chamado “gargalo do vetor
fixo”, pois todo o contetido semiéntico da sentenca de entrada pre-
cisava ser comprimido em um dnico vetor.

O mecanismo de atengio, proposto por Bahdanau et al. (2014),
surgiu justamente para contornar essa limita¢do, permitindo que
o decoder, a cada passo, consultasse todos os hidden states do en-
coder e atribuisse diferentes graus de relevincia a cada um deles.

No passo do decoder, o estado oculto anterior do decoder (5:-1)
oriundo de uma GRU no modelo original, era comparado com
cada hidden state (h;) produzido pelo encoder. O objetivo era cal-
cular, para cada posigdo j, um escore de alinhamento (€r), que
indicava o quanto o token daquela posi¢io da frase de entrada era
relevante para a geragio do préximo token de saida. Esse escore
era definido por:
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er; = v, tanh(Wys;_1 + Wih;)

Nessa expressao, (W;) e (W,) eram matrizes de projecdo que mape-
avam o espago do decoder e do encoder para uma dimensio comum
(da>, e (V) era um vetor que colapsava essa dimensio intermedi-
dria em um escalar.

A fungio (tanh) atuava como nio linearidade suavizadora, com-
primindo os valores no intervalo (-1,1). Isso limitava as ativagdes,
ou seja, impedia que os valores intermedidrios crescessem indefi-
nidamente dentro daquela etapa do célculo, embora pudesse in-
troduzir certa saturagdo de gradientes.

Uma vez calculados todos os escores (€1.1,€r2,--.,e:7), eles
eram normalizados por meio da fun¢do Softmax, transformando
os escores em pesos de atengio (0,;):

- eXp(et,j)
Ot = T
> k1 €XP(erk)

Esses pesos funcionavam como uma distribui¢do de probabili-
dade normalizada sobre os Aidden states do encoder, indicando o
quanto o decoder deveria “olhar” para cada posi¢do da sentenga de
entrada ao gerar o préximo token. Assim, um valor alto de ()
significava que a posigdo j contribuia fortemente para a tradugio,
ou predigio, corrente, enquanto valores baixos indicavam menor
influéncia.

Com os pesos definidos, o préximo passo era calcular o vetor de

contexto (¢¢), que representava uma sintese ponderada das infor-
magdes do encoder mais relevantes para o instante atual:
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T
Ct = E g hy
j=1

Esse vetor (ct) era, portanto, uma média ponderada dos hidden
states do encoder, guiada pela distribuicdo de atenc¢do aprendida
pela rede. Ele carregava, de forma dinimica, as partes da sentenga
de entrada que o modelo julgava mais importantes para o passo
de geragdo em curso.

Por fim, o decoder utilizava o par (8¢, ¢4) para prever o préximo
token de saida 7J; e atualizar seu estado interno, de acordo com a
fun¢io de recorréncia adotada:

St4+1 = f(sta Ye—1, Ct)

onde (f) representava a célula recorrente (LSTM ou GRU), e
(¥:-1) era o token produzido anteriormente.

Dessa forma, o mecanismo de attention transformava o proces-
)

so de tradugio, resumo ou predigdo de sequéncia em algo mais

flexivel e mais inspeciondvel: em vez de depender de uma tnica

representagdo comprimida, o modelo aprendia a recuperar, a cada

passo, os fragmentos mais relevantes da sequéncia de entrada,

como se “consultasse” dinamicamente sua prépria memoria.

0 multiplicative attention de Luong

Pouco depois da proposta de Bahdanau, Luong et al. (2015) apre-
sentaram uma variante mais leve do mecanismo de atencgdo, co-
nhecida como multiplicative attention.
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A estrutura conceitual permanecia a mesma: calcular escores de
alinhamento, normaliza-los via soffmax e entao produzir um vetor
de contexto. Mas o momento em que o contexto entrava no cdlculo

foi modificado.

Enquanto o modelo de Bahdanau integrava o vetor de contex-
to diretamente na atualizagio recorrente do estado do decoder,
Luong primeiro atualizava o estado do decoder (8¢), usando o
token anterior e o estado oculto anterior, e sé depois combinava
esse estado com o vetor de contexto na etapa de saida. Somente
apGs a obtengdo de (S¢) é que o decoder “olhava” para os hidden
states do encoder para formar o vetor de contexto (c;). Essa peque-
na mudanga estrutural reduzia o custo computacional e tornava
o mecanismo mais simples de treinar, sem perda significativa de
desempenho.

O cilculo dos escores seguia trés variantes principais, que dife-
riam pelo modo como o estado do decoder e os vetores do encoder
eram combinados:

dot ey = stT h;
general e )= stT Wh;
concat eq ;= v’ tanh(Ws; hy)

Nas duas primeiras variantes, dot e general, o célculo era essen-
cialmente um produto interno entre os vetores de ativagdo, com
ou sem uma matriz intermedidria W para ajuste dimensional. J4
a versdo concat aproximava-se mais da forma de Bahdanau, pois
concatenava St e hj, aplicava uma transformagao linear e uma nao
. . . .o T

linearidade antes de projetar o resultado em um escalar via v .
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Essa diferenca revelava o que se chamava de dupla projegio no
modelo de Bahdanau: nele, tanto (;) quanto (k) eram projeta-
dos separadamente para um espago latente comum por meio das
matrizes (W) e (W,), antes de serem combinados e comprimidos.

Luong simplificava essa arquitetura, eliminando uma das proje-
¢oes. No caso do dot, inclusive, ndo havia proje¢io alguma além
do produto interno. Essa economia tornava o clculo mais direto,
ideal para aplicagbes em tempo real e sistemas de tradugdo mais
longos.

Apés o cilculo dos escores (€15), a etapa seguinte permanecia
idéntica a de Bahdanau: aplicava-se o Softmax para converter es-
ses valores em pesos de atengdo (v7),

_exp(es)
Qtj = T

e o vetor de contexto era formado pela média ponderada dos Ai-
dden states do encoder:

T
Ct — E Oét’jhj
Jj=1

A diferen¢a fundamental estava no que acontecia depois: o vetor
de contexto (c_t) nio interferia diretamente na geragio do novo
estado oculto. Em vez disso, ele era fundido tardiamente com o
estado do decoder ja atualizado, formando um vetor intermedidrio

(St>2

138



AINTELIGENCIA ARTIFICIAL CONTADA

s, = tanh(W.[c; s4])

no qual (W,) era uma matriz de combinagio que integrava o con-
texto e o estado corrente em uma Unica representa¢io enrique-
cida. Esse vetor (s;) era entdo projetado sobre o espago de saida,
convertido em /ogifs e normalizado via soffmax para gerar a pro-
babilidade da préxima palavra.

O resultado foi um mecanismo de aten¢do mais enxuto, com me-
nor custo de treinamento e inferéncia, que se mostrava particular-
mente eficaz em tarefas de tradu¢io neural.

Ao deslocar o papel do contexto para um momento posterior no
ciclo de geragio, Luong reduziu a sobrecarga sem sacrificar a ca-
pacidade do modelo de capturar relagbes de longo alcance, abrin-
do caminho, alguns anos depois, para o surgimento do se/f~az-
tention do Transformer, que radicalizaria essa ideia ao abandonar
completamente a recorréncia, e que veremos no préximo capitulo.

Diferencas estruturais e variacoes de atencao

A principal distingdo entre os mecanismos de Bahdanau e Luong
era estrutural. No modelo de Bahdanau, o vetor de contexto (c:)
ja influenciava diretamente a atualiza¢do do estado oculto do de-
coder. Ou seja, o decoder levava em conta tanto o token anterior
quanto as partes relevantes da sequéncia de entrada ao calcular o
novo estado (S¢) .

No modelo de Luong, em contrapartida, o cilculo do estado (s¢)
ocorria de forma independente, exatamente como em uma rede
recorrente convencional. O contexto era incorporado apenas em
um segundo momento, na proje¢io da saida. Essa diferenca sutil
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tinha impacto pratico: Bahdanau oferecia maior flexibilidade de
aprendizado contextual, ao custo de mais parimetros e operagdes,
ja Luong simplificava o processo e reduzia o consumo computa-
cional, mantendo o desempenho em tarefas de tradugio de médio
porte.

Atencao global e local

Outro avanco trazido por Luong foi a introdugio das variantes
global e local de atengio.

O modelo de Bahdanau utilizava uma forma global, isto ¢, a cada
passo do decoder todos os hidden states do encoder eram consulta-
dos para calcular os pesos de atengio. Essa abordagem oferecia a
mdixima capacidade de alinhamento, pois o modelo podia, teori-
camente, conectar qualquer palavra de entrada a qualquer palavra
de saida, mas também impunha um custo alto em termos de tem-
po e memoria, especialmente para sequéncias longas.

Para contornar esse problema, Luong propés a atengio local, em
que o decoder se concentrava apenas em uma janela de tokens da
entrada, delimitada em torno de uma posigdo-alvo (p;). A ideia
era reduzir o campo de busca, permitindo que o modelo focasse
em segmentos relevantes sem precisar varrer toda a sequéncia a
cada passo.

Havia duas formas principais de definir essa posi¢io alvo:

Local-m (monotodnica): nessa variante, o centro da janela era de-
finido de forma direta:

pr=t
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Assumia-se que a tradugdo era aproximadamente monotonica,
isto ¢, a palavra gerada no passo t do decoder tendia a se alinhar a
palavra de mesma posi¢io na entrada. Essa suposi¢io era razodvel
em pares de idiomas com estrutura sintdtica semelhante.

Local-p (paramétrica): nessa formula¢do, o modelo aprendia a
prever dinamicamente a posi¢io mais provavel na entrada para
cada passo da saida:

pe =S -o(v, tanh(W,s,))

S representava o comprimento da sequéncia de entrada, St era o
estado atual do decoder, e W, e V), eram parametros treindveis.
Esse mecanismo permitia que o modelo aprendesse a “deslizar”
seu foco pela sequéncia, ajustando-se automaticamente a estru-
tura da linguagem, sem depender de hipéteses rigidas sobre mo-
notonicidade.

Uma vez definido (p:), delimitava-se uma janela de tamanho (D)
em torno dessa posi¢io (por exemplo, +2 ou +5 tokens). Os esco-
res e pesos de atengdo (0 j) eram entdo calculados apenas dentro
dessa janela, o que reduzia drasticamente a complexidade do pro-
cesso sem comprometer a qualidade da tradugio.

Treinamento, inferéncia e retropropagagao

Durante o treinamento, esses modelos utilizavam uma técnica
chamada zeacher forcing. Em vez de alimentar o decoder com a pa-
lavra que ele préprio havia previsto no passo anterior, o que pode-
ria levar a propagacio de erros acumulados, injetava-se a palavra
correta da sequéncia de referéncia como entrada para o préximo
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passo. Essa abordagem acelerava a convergéncia e estabilizava o
aprendizado.

Ainda durante o treinamento, o erro entre as palavras previs-
tas e as palavras esperadas era medido por uma fungio de per-
da baseada em entropia cruzada (cross-entropy loss). Esse erro
era entio propagado para trds por meio do backpropagation
through time (BPTT), ajustando todos os pardmetros treindveis:
Ws, Wh, v, We, W), € vy, além dos pesos internos do encoder e
do decoder.

Ja na fase de inferéncia, o modelo ndo tinha mais acesso as pala-
vras verdadeiras e precisava usar suas préprias predi¢oes. Como a
tradugio era gerada palavra por palavra, a saida era construida por
beam search, técnica que mantinha varias hipéteses de tradugio ao
mesmo tempo antes de escolher a sequéncia final.

Usos comerciais do attention de Bahdanau e Luong

O mecanismo de attention, introduzido por Bahdanau et al. em
2014 e aprimorado por Luong et al. em 2015, chegou ao uso co-
mercial principalmente pela tradugdo automitica.

O caso mais emblemitico foi o Google Neural Machine Transla-
tion (GNMT), anunciado em 2016. Sua importincia ndo estava
apenas no ganho de qualidade, mas no fato de levar a tradugio
neural, com LSTMs e attention, para o centro de um produto
global de uso cotidiano.

Entre 2016 e 2017, a mesma virada apareceu em outros grandes
sistemas comerciais. A Microsoft passou a incorporar tradugio
neural ao Microsoft Translator e a seus produtos associados. O
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Facebook também migrou seus sistemas de tradu¢io para mode-
los neurais, usados para traduzir publica¢des e comentarios dentro
da prépria plataforma.

Com isso, o attention deixou de ser apenas uma solugdo académi-
ca para o gargalo do Seq2Seq e passou a integrar sistemas comer-
ciais de tradugdo em escala global.
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0 mecanismo de atencao de Bahdanau, melhorado por
Luong, que permitia que o decoder consultasse direta-
mente os estados do encoder em cada passo (t), olhan-
do para tokens que tém mais importancia na sequéncia,
havia ajudado as redes recorrentes (RNN - recurrent
neural networks) como o Seq2Seq, a reduzir a perda de
informacdes em sequéncias longas.

Ainda assim, o processo permanecia limitado: em frases com
duas palavras especificas com certa distdncia entre si, ou relagoes
menos frequentes entre essas palavras, a aten¢io calculada sobre
todos os estados podia se dispersar, tornando o aprendizado me-
nos eficiente. Nesses casos, o0 modelo acabava se perdendo ao ten-
tar relacionar muitas palavras a0 mesmo tempo dentro da frase.
Quando duas palavras tinham uma liga¢do mais rara ou indireta,
a atencgdo se espalhava demais e o sistema ficava sem clareza sobre
quais conexdes realmente importar.

Em 2017 surge o artigo “Attention Is All You Need”, assinado
por Ashish Vaswani, Noam Shazeer, Niki Parmar, Jakob Uszko-
reit, Llion Jones, Aidan Gomez, Lukasz Kaiser e Illia Polosukhin,
todos ligados ao ecossistema de pesquisa do Google.

Vaswani ¢é indiano, estudou Engenharia Elétrica na India e fez
mestrado na University of Southern California (USC), nos EUA.
Sua trajetéria é menos mididtica se comparada com Bengio, Hin-
ton ou LeCun mas seu nome entrou para a histéria por estar as-
sociado ao artigo que mudaria o paradigma das redes de aprendi-
zado profundo e dos modelos de linguagem.

Entre os demais autores estavam: Noam Shazeer, americano com
PhD em Matemitica pela Stanford University e um dos pes-
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quisadores mais experientes do grupo; Jakob Uszkoreit, alemio
formado em Matematica e Ciéncia da Computagio na Universi-
dade Técnica de Berlim, que ja trabalhava com linguagem e me-
canismos de aten¢io no Google; Lukasz Kaiser, polonés formado
em Matemitica e Ciéncia da Computagio pela Universidade de
Wroclaw e PhD pela RWTH Aachen University, na Alemanha;
Niki Parmar, pesquisadora que depois atuaria em empresas como
Adept, Essential Al e Anthropic; Llion Jones, galés formado em
Ciéncia da Computagio e Inteligéncia Artificial pela Universida-
de de Birmingham, depois cofundador da Sakana Al; Aidan Go-
mez, entdo estagidrio no Google Brain e mais tarde cofundador
da Cohere; e Illia Polosukhin, pesquisador associado ao Google
Research e posteriormente cofundador da NEAR.

E importante citar que o artigo registrava contribui¢io equiva-
lente entre todos os autores, com a ordem de assinatura definida
aleatoriamente, isto é, sem hierarquia autoral entre primeiro, se-
gundo ou dltimo nome.

Se nas RNNs (LSTM/GRU), o processamento era sequencial, ou
seja, cada passo (t) dependia do estado do passo anterior (t — 1), isso
significava que nio se poderia calcular todos os estados em paralelo.
Era preciso calcular hy, depois hs, depois h ... até hr. Em GPUs/
TPUs, que sio otimizadas para opera¢des matriciais paralelas
(lembre dos games e da descoberta das GPUs para processamen-
to de modelos de linguagem no capitulo 5), isso é um gargalo. O
treino ficava lento e custoso.

Se a sequéncia tinha 50 tokens (ou palavras se preferir), eram 50
passos encadeados, um apés o outro, e cada um dependia do an-
terior. Uma dependéncia temporal. Além disso, as RNNs, como
mencionado acima, sofriam com o problema de desvanecimento/
explosio de gradiente: quanto mais longas eram as sequéncias,
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mais dificil era para o modelo propagar a informagio dos primei-
ros tokens até os ultimos. Mesmo com LSTM/GRU, que intro-
duziram gates para atenuar isso, capturar relacdes entre tokens
distantes era dificil.

Vaswani propds que a recorréncia fosse eliminada e que somente
a atengfo carregasse a funcio estrutural de relacionar os tokens
entre si. Até 2016 era consenso que a linguagem vem em sequén-
cia, logo parecia natural processd-la passo a passo, e o insight de
Vaswani foi que a linguagem néo é s6 ordem temporal, mas uma
rede de relagbes entre palavras. Por que for¢ar o modelo a andar
da esquerda para a direita se podemos calcular todas as relagoes
20 mesmo tempor

Em outras palavras, a linguagem nio precisa ser processada como
fluxo linear, mas como um grafo de dependéncias. E como sair da
visdo “linha do tempo” e adotar a visdo “campo de forgas™ cada
palavra exerce influéncia sobre as outras, ¢ o modelo aprende
quais interagdes sdo mais fortes.

A reflexdo por tras disso nio era nova, e tratamos disto no ca-
pitulo 01. J4 se sabia, desde Chomsky e os estruturalistas, que a
linguagem ndo é apenas sequéncia temporal, mas uma rede de
dependéncias. A tradi¢io chomskiana (anos 1950 a 70) via a lin-
guagem como uma estrutura hierdrquica (arvores sintdticas), ndo
apenas como uma sequéncia linear de palavras. Na gramatica ge-
nerativa, cada frase tem um “esqueleto” de dependéncias (quem se
liga a quem).

Ademais, a ordem poderia ser recuperada mais tarde com um tru-

que simples, mas a esséncia era deixar que a mdquina aprendesse
relagdes em paralelo. E foi o que aconteceu.
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De forma simples, Vaswani “jogou fora” toda a estrutura recor-
rente das RNNs, como o Seq2Seq, e partiu da matriz input com
os embedding values de cada token, aplicando operagdes lineares e
transformagdes de forma paralela.

Compreendendo o modelo — o encoder

No primeiro passo, o modelo de Vaswani trabalhava com uma
matriz de dimensdes (n x d) : (n) representava o nimero de tokens
da frase, e (d) o tamanho do vetor que descrevia cada token. Essa
era a matriz de entrada, como vimos em capitulos anteriores, for-
mada pelos embeddings.

Para que o modelo também soubesse a ordem em que cada token
aparecia, Vaswani somou a essa matriz uma segunda matriz, de
mesma dimensdo (n x d): a matriz de posi¢do. Enquanto a pri-
meira dizia ‘0 que” cada palavra era, a segunda marcava ‘onde” ela
estava na sequéncia.

Essa matriz de posi¢do era construida a partir de fun¢des de seno
e cosseno aplicadas de forma alternada nas dimensées do embe-
dding. Se cada token tivesse, por exemplo,d = 512 dimensdes, a
matriz de posi¢do também teria 512 dimensdes, organizadas em

pares numerados de k = ( até k = 255.

Em cada par numerado, a dimenséo par (2k) recebia um valor de
seno e a dimensio impar (2k + 1) recebia um valor de cosseno.
O resultado ¢ que cada posi¢do na frase ganhava uma “assinatura
ondulatéria” Unica, combinando senos e cossenos, como se cada
palavra fosse marcada por um carimbo que indicava nio sé seu
contetido, mas também o lugar exato onde apareceu.
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A medida que (k) aumentava, a frequéncia das ondas ia ficando
mais lenta. Dessa forma, os diferentes pares cobriam vérias es-
calas: os (k) mais baixos marcavam variagdes répidas, Uteis para
distinguir vizinhos préximos, enquanto os (k) mais altos captu-
ravam padrées mais amplos, ajudando a reconhecer estruturas de
longo alcance na frase. Dessa forma o modelo obtinha uma escala
logaritmica de frequéncias, cobrindo do curto ao longo alcance
em cada token da sequéncia.

Isso significava que, se a palavra gato aparecesse em diferentes
posi¢oes ao longo do corpus, seus embeddings basicos seriam os
mesmos. O que mudava eram os vetores finais apés a soma com
a matriz de posi¢do, ou seja, gato mantinha o mesmo “contetido”,
mas ganhava uma assinatura distinta conforme a posi¢io em que
surgia em cada frase.

Com a matriz de caracteristicas e posi¢do pronta, o modelo de
Vaswani seguia, trabalhando agora paralelamente com trés matri-
zes de pesos aplicdveis aos embeddings de entrada (e esse é outro
ponto de inflexdo na histéria dos modelos). Essa operagio gerava
trés novas matrizes de representagio:

@, representando consulta,
K, representando chave,
V, representando valor.

Cada uma dessas trés matrizes cumpria um papel conceitualmen-
te distinto, embora todas derivassem da mesma matriz de entrada.

@ (query) traduzia o que cada token “procurava” na sequéncia, a
pergunta que ele fazia ao contexto.

K (key) representava o que cada token “oferecia”’, sua assinatura
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informacional, usada para medir compatibilidade com as consultas.

V' (value) carregava o contetudo efetivo, o vetor de informagio que
seria recuperado e combinado conforme a relevincia calculada

entre () e K.

Em termos geométricos, @ e K definiam a superficie de atengdo
(o quanto cada vetor se projeta sobre os demais), enquanto V for-
necia o material que seria ponderado e redistribuido. E dessa inte-
ragio entre busca (Q), referéncia (/<) e contetddo (V) que emergia
a capacidade contextual do Transformer.

De forma simplificada, se entrdssemos com uma matriz de en-
tradan X 512, onde 72 é o nimero de tokens € 512 ¢ a dimensio
do modelo (colunas de pardmetros), e o bloco de atengdo fosse
dividido em oito cabegas, cada uma delas produziria um resultado

n x 64.

Esse ¢ um momento importante na evolugio dos modelos de

linguagem e a possibilidade de computagio paralela surge para

completar o insight do uso das GPUs que jd citamos nesse livro.

Como exemplo, e para racionaliza¢io do modelo, uma cabeca po-

deria se especializar em relagbes gramaticais (quem faz o qué),
>

outra poderia focar em proximidade semantica (“gato” e “sofd”), e
outra poderia capturar ritmo e ordem (tokens sequenciais).

Esse resultado viria de trés projecdes lineares, com os pesos @, K’
e V, cada uma também de forma n X 64., obtidas pela multipli-
cagdo da matriz de entrada completa por cada uma das matrizes
de pesos.

Em seguida, cada cabeca realizaria os cdlculos de atengdo: um
produto interno QK" T, seguido pela normalizagio pela raiz qua-
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drada do nimero de colunas das matrizes (nesse caso, @), pela
aplicagdo da fungio Softmax (gerando os pesos de atengion X n),
e finalmente pela multiplicagio por V, resultando em uma matriz
n X 64 ja ponderada. As oito cabegas eram entdo concatenadas,
formando uma matriz n X 512.

Por fim, essa matriz era multiplicada por uma matriz de pesos
WO, de forma 512 x 512, resultando novamente em uma saida
n X 512, que voltava a ter a mesma dimensdo da entrada, ja re-
presentando a sequéncia com a atengdo aplicada. Vale a pena fa-
larmos sobre esse ultimo passo da aplicagio do Attention, que
era a multiplicagio por uma matriz chamada W, de dimensio
512 x 512 no exemplo que estamos usando.

W€ era um pardmetro global da camada de atengio. Nio mudava
de sequéncia para sequéncia ou de batch para batch. Embora se
ajustasse a cada batch no backpropagation do erro, refinando-se aos
poucos, ainda assim seguia sendo o mesmo conjunto de parime-
tros para todo o conjunto de treinamento.

A razio disso era o processamento paralelo, dividido por um cer-
to nimero de cabegas operando simultaneamente, cada uma de-
volvendo uma matriz resultante, formada a partir de sua prépria
operagio matricial com os pesos Wo, Wi e Wy,

O préximo passo era concatenar esses vetores, lado a lado, para
que a matriz voltasse a ter, por exemplo, 512 colunas. Essa conca-
tenagdo gerava um conjunto de representagdes desalinhadas, visto
que cada uma das cabegas tinha sua prépria leitura semantica da
frase, ou seu préprio aprendizado.

Geometricamente, essa matriz concatenada ainda precisava ser
reorganizada no espaco vetorial, e a matriz W misturava as di-
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mensdes entre as cabecas e reorientava o vetor resultante para o
espago dimensional do modelo. Tecnicamente, em dlgebra linear,
era uma transformagio linear aprendida, quase como uma reorga-
nizagdo do espago vetorial, aplicada 4 matriz concatenada vinda das
cabecas de processamento.

O que isso afirmava indiretamente era ainda mais interessante:
que Vaswani aceitava essa generalizagio porque, indiretamente, e
essa ¢ a afirmacio estrutural mais sofisticada do paradigma Trans-
former, a “generalidade cognitiva” do modelo é derivada e depen-
dente da regularidade estatistica dos corpora. Ou seja, em outras
palavras, a linguagem humana, em sua prética ordindria, repete-se
o suficiente para ser generalizdvel.

Uma vez que a atengio multicabega foi consolidada, o modelo
tinha mais um truque elegante, chamado conexio residual (s&ip
connection).

A matriz de embeddings original era somada a4 matriz de embe-
ddings com atengdo aplicada. Ou seja, T era somado a M HA(z).

flz)=MHA(z) +z

Assim, se o sinal aprendido pela atengdo passasse a contribuir
com valores numericamente muito pequenos ao atravessar as
camadas, f(x) preservava um caminho direto para a informagio
original e reduzia o risco de vanishing gradient. Essa soma cria-
va aprendizado residual, embedding original + aprendizado, uma
diferencga, nio uma substitui¢io, e reduzia o risco de apagamento
de informagoes.

E tinha mais elegincia matemdtica, agora usando estatistica cldssica.
Lembre-se de que cada token ficava com uma matriz 1 X 512
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que era formada por MHA(x) + x.

Esses nimeros tinham dimensdes com varia¢des muito grandes,
ainda resultantes das diferencas entre as cabegas de processamen-
to, mesmo com a aplicacio de W" O (que reorganizava, mas nio
normalizava). Era nesse ponto que o modelo aplicava algo cha-
mado Layer Norm. Usando os conceitos de média e desvio pa-
drdo, o Layer N orm centralizava o vetor em torno de zero e trazia
o desvio padrio para perto de 1.

Aplicava nesse cdlculo dois pesos apreendiveis, vy e (3, reescalando
e recentrando o vetor de acordo com o que o préprio modelo
aprendia ao longo do treino. Em outras palavras, primeiro ele re-
tirava a escala natural, usando média e desvio padrio, e logo em
seguida devolvia uma nova escala, agora ajustada pela experiéncia
do modelo.

O resultado era um vetor equilibrado, com valores distribuidos
em torno de zero, estdveis para o fluxo de informagio entre as
camadas. Essa etapa de normalizagio estatistica simples, mas ele-
gante, era o que ajudava a manter o Transformer matematicamen-
te estdvel ao longo das camadas empilhadas.

Ap6s o Layer N orm, o modelo aplicava outro conjunto de fungées,
mais complexo em termos matemdticos, chamado Feed-Forward
Network (FFN). Em poucas palavras, essa etapa expandia a ma-
triz de cada token ja processado pela atengio no caso do modelo
de Vaswani, a matriz tomava quatro vezes o tamanho do input, ou
seja, de 1 X 512 para 1 X 2048 no nosso exemplo, usando dois
conjuntos de pesos aprendiveis e atualizéveis (W7 € by).

Em seguida, aplicava uma fung¢do que zerava os valores negati-
vos (ReLU) e, logo depois, comprimia novamente o vetor para
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1 x 512, agora utilizando os pesos W5 e by, atualizando mais uma
vez a matriz de embeddings.

Perceba que as camadas repetiam um mesmo padrio de compor-
tamento: refinar os emmbeddings que haviam recebido o mecanismo
de atengio, buscando uma representagio cada vez mais precisa de
cada token ji contextualizado dentro da sequéncia. Ou, dito de
forma mais intuitiva, de cada palavra dentro de uma frase.

Nessa etapa, o processo ocorria em duas transformagdes suces-
sivas, cada uma com seu proprio conjunto de WWe b : a primeira
para expandir e a segunda para recomprimir o vetor. Entre essas
duas transformacgoes, a Re LU atuava como um filtro matematico
simples e eficiente, mantendo apenas as ativagdes positivas e eli-
minando as negativas.

Nio satisfeito, Vaswani buscava um refinamento quase perfei-
to de seu modelo. Ele somava a matriz resultante do primeiro
Layer Norm a matriz resultante da FFN, gerando outro apren-
dizado residual. Sobre essa soma, aplicava um novo Layer Norm
,com o mesmo processo de centralizagio e reescala explicado an-
teriormente.

O modelo de Vaswani repetia esse procedimento seis vezes em
sequéncia, fazendo com que a saida de cada camada se tornasse a
entrada da préxima.

Em termos simplificados, a primeira camada captava relagoes lo-
cais (quem estd perto de quem), a segunda comegava a perceber
padroes sintdticos, as intermedidrias identificavam dependéncias
de médio alcance, e as ultimas passavam a representar significados
globais, contextuais e abstratos. Cada camada, portanto, aprendia
um nivel diferente de abstragdo linguistica.
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Ap6s o processamento pelas seis camadas empilhadas, a matriz de
embeddings resultante estava finalmente pronta para ser utilizada
pelo Decoder, ji carregando multiplos niveis de compreensio da
sequéncia.

Decodificando o decoder

O exemplo clissico no modelo de Vaswani era a tradugio auto-
matica. O encoder lia a frase em uma lingua e o decoder produzia,
palavra por palavra, a tradugio correspondente. Mas havia uma
diferenca estrutural essencial entre o encoder e o decoder: enquanto
o encoder tinha acesso a toda a sequéncia de entrada, o decoder s6
podia ver o que j havia produzido até o momento.

Ele precisava gerar cada token de forma sequencial, usando o que
ja havia produzido até aquele ponto. E aqui que surgiu o conceito
do Masked Self-Attention. Cada camada do decoder era mais com-
plexa do que uma camada do encoder. Se uma camada do encoder
era formada, estruturalmente, pelo multihead self-attention e pelo
Jfeed-forward, no decoder a camada era formada pelo masked mul-
ti-head self-attention, o encoder-decoder attention e o feed-forward.

O multi-head self-attention do encoder permitia que cada token
observasse todos os outros da sequéncia. Ndo havia restricbes de
tempo ou ordem. Ja no decoder, isso seria um problema. Ao gerar a
palavra 4 (“tokens”), o modelo nio podia “espiar” as palavras 5, 6,
etc., porque elas ainda nio existiam.

Por essa razdo o self~attention do decoder era mascarado: ele s6
podia olhar para os tokens anteriores e para si mesmo. A forma
de mascarar os tokens que o modelo nio deveria enxergar era
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notavelmente elegante. Antes de aplicar o softmax, que utilizava
a fungdo exponencial de Euler para converter os scores em proba-
bilidades, o Transformer introduzia uma matriz de mdscara sobre
a matriz de atencio QK '/ V.

Essa mascara definia uma regra simples: para cada posi¢io ¢ da
sequéncia do decoder, apenas os tokens até ¢ podem ser vistos. As-
sim, posi¢des futuras (j > 1) recebiam o valor —00, enquanto as
posi¢des permitidas (j < i) mantinham zero. Como e =00
Softmax anulava completamente a influéncia dos tokens futuros,
garantindo que o decoder gerasse a sequéncia de forma autoregres-
siva.

Apbs o masked multi-head self-attention, o segundo bloco, enco-
der-decoder attention, fazia o papel de elo entre as duas metades
do Transformer (encoder e decoder). Ali, as Queries ((Q) vinham
do decoder, enquanto as Keys (/) e Values (V) vinham da saida
final do encoder.

Era nesse momento que o decoder “consultava” o que o encoder
havia compreendido da frase original. Esse mecanismo permitia,
por exemplo, que o modelo relacionasse a palavra gerada com a
parte da frase de entrada que mais se conectava a ela.

Peguemos como exemplo a frase “The cat is sitting on the couch”

introduzida no encoder, e que o decoder devia traduzir como “O

gato estd sentado no sofd”. Na tradugio, era ali que o modelo des-

cobria que “gato” correspondia a “car”, e “sentado no sofd” se ligava
({9 . b

a “sitting on the couch’.

Depois que o encoder processava a frase de entrada, ele produ-
zia um conjunto de vetores de embedding (um por palavra), que
carregavam informacées semdnticas e posicionais, estas ultimas
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introduzidas no modelo de Vaswani.

Esses vetores alimentavam as matrizes /X € /. Quando o decoder
~ « z ) .

comegava a gerar a tradugio (“O gato estd...”), ele criava () com

base no que ja havia produzido.

O produto @ x K "media quio relevante era cada palavra de en-
trada para o token que estava sendo gerado, e o Softmax transfor-
mava essas relevincias em pesos de atengdo. Esses pesos ponde-
ravam |/, formando o vetor de contexto, uma espécie de “resumo
ponderado” da entrada, focado no que importava para aquele mo-
mento da tradugio.

Como simplificagio, quando o decoder precisava gerar a palavra
“sentado”, apds o cilculo das pontuagdes de atencdo e sua nor-
malizagio pelo Softmax, os maiores pesos tendiam a se concen-
trar em “sitting”, mas também podiam distribuir parte da aten¢io
~ « » .

pelo entorno da expressio “on the couch”. Em seguida, ao gerar
« 79 . . « »
sofd”, os maiores pesos tenderiam a se deslocar para “couch”. A
expressio inteira, “sentado no sofd”, era reconstruida pela sequ-
éncia dessas aproximagdes, ndo por uma associagio direta e fixa
entre blocos de palavras.

Isso significava que o token “sentado” estava “olhando” principal-
mente para “sitting”, mas também para o entorno da expressio
“on the couch” na frase original em inglés e, a partir dos Values (
V') correspondentes, formava um vetor interno de representagio,
como soma ponderada desses vetores.

Esse vetor de contexto era entdo combinado com a representa-
¢do ja produzida pelo decoder para aquela posi¢do e processado
pelas camadas seguintes, incluindo a feed-forward, que refinava a
informagio e produzia uma nova representagio oculta (ht) para
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aquele instante da tradugo.

Em seguida, o modelo comparava (ht) com todos os vetores do
seu vocabulario, a embedding matrix, que continha uma represen-
tagdo vetorial para cada palavra conhecida. O produto entre (ht)
e essa matriz gerava uma lista de escores (/ogifs) que expressavam
o quanto cada palavra do vocabulirio “se encaixava” naquele con-
texto.

Aplicando novamente o Softmax, o Transformer transformava
esses escores em probabilidades: quanto maior o valor, maior a
chance de aquela palavra ser a préxima da sequéncia. Assim, o
vetor (ht), obtido ao olhar para “sitting on the couch”, aproximava-se
no espago semantico do vetor correspondente a palavra “sentado”,
ou, se assim preferir, o espago matricial aprendido.

Essa proximidade era interpretada pelo modelo como a melhor
correspondéncia possivel para o contexto atual, fazendo com que
“sentado” recebesse a maior probabilidade e fosse escolhida como
o préximo token gerado. Desse modo, o decoder traduzia passo
a passo, reconstruindo a frase de destino a partir de relagdes nu-
méricas de similaridade entre vetores, e ndo de associag¢oes diretas
entre palavras.

O terceiro bloco do decoder, Feed-Forward Network (FFN), era
idéntico ao do encoder: uma expansio linear, aplica¢do da fun-
¢do ReLU, e recompressio do vetor, com pesos aprendiveis
(Wl, bl, W2, b? )- Essa etapa atuava refinando o vetor do token
recém-gerado, consolidando a informagio combinada entre o
contexto ja produzido e o conteido da entrada original.

Cada um desses trés blocos era seguido por uma conexio residual
e uma LayerNorm, garantindo estabilidade numérica e preser-
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vando o fluxo de gradiente, exatamente como no Encoder.

Apés passar por todas as camadas do decoder, que, assim como no
encoder, sio empilhadas em seis blocos, o modelo aplicava uma
projecdo linear final e uma fungio Softmax. Essa fungdo convertia
o vetor de saida de cada token em uma distribui¢éo de probabili-
dades sobre todo o vocabulario. O token com maior probabilidade
era entdo escolhido, dependendo da estratégia, formando a pala-
vra final que o modelo “escreve”.

Assim, o decoder encerrava o ciclo completo do Transformer: do
entendimento profundo da entrada (encoder) 4 produgio ordena-
da e contextualizada da saida (decoder).

A logica sequencial do Decoder
O processo de geragio funcionava em loop autoregressivo.

O decoder comegava recebendo um token especial de inicio de
sequéncia (Start of Sequence — SOS, como mencionado anterior-
mente) e, a partir dele, previa o préximo token provavel.

Esse token gerado era entio realimentado no modelo, que repetia
o ciclo:

atengcdo mascarada > atengdo cruzada > feed—forward > projecdo >
softmax.

A cada passo, o decoder utilizava o que jd havia produzido e o que
aprendera do Encoder para decidir qual era a préxima palavra
mais provavel. Esse processo se repetia até que o modelo gerasse
o token de fim de sequéncia (End of Sequence — EOS), sinalizando
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que a frase estava completa.

Aqui havia um ponto interessante que, embora muitas tentativas
tenham sido feitas para contornar, seguia sendo um obsticulo nos
modelos de linguagem até hoje. Durante a geragio autoregressiva,
o decoder produzia os tokens de forma estritamente sequencial,
isto ¢, cada passo dependia do anterior.

Matematicamente, o processo ocorria em instantes discretos
(t,t+1,t+2,...), em que o modelo gerava o token (y_t) com base
em todos os tokens anteriores (Y1, Y2, ---,Yi—1). Somente apos
concluir a previsio de (Y1), ele podia utilizar esse resultado como
entrada para calcular (ym).

Durante o treinamento, essa limitagdo nio era um problema, pois
todas as sequéncias corretas estavam disponiveis de antemio, per-
mitindo processar todos os tokens em paralelo, com o masking
garantindo que cada posi¢do s6 “visse” o passado.

Porém, na inferéncia, isto é, quando o modelo estava de fato ge-
rando texto, o processo se tornava inevitavelmente sequencial.
Cada novo token exigia que as operagdes de atencio, projecio e
passagem pelas camadas fossem novamente realizadas com base
nos resultados anteriores, o que impunha um gargalo natural ao
paralelismo.

Esse comportamento tinha consequéncias praticas diretas: como
a inferéncia nio podia ser completamente paralelizada, o tempo e
o custo energético de geragdo aumentavam proporcionalmente ao
comprimento da sequéncia. Cada token adicional significava mais
operagdes de aten¢do, mais multiplicagbes matriciais e, portanto,
mais consumo elétrico. Em escala de data centers, onde milhées de
consultas ocorrem simultaneamente, essa dependéncia temporal
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se traduz em altissimo gasto energético e em limites fisicos para a
velocidade de resposta.

Mesmo com otimizag¢des modernas, como key/value caching, spe-
culative decoding ou predigoes multiplas, a esséncia do processo
permanece a mesma no momento que escrevo esse livro: a geragio
segue sendo sequencial no tempo. Cada novo token ¢, ainda, o pro-
duto inevitivel de todos os anteriores.

Em outras palavras, os modelos atuais, em Novembro de 2025,
ainda nio conseguem aplicar paralelismo pleno na etapa de gera-
¢do (inferéncia). Essa limitagio permanece como um dos maiores
obstdculos computacionais da arquitetura Transformer, que segue
sendo o paradigma matemadtico dominante nos modelos de inte-
ligéncia artificial contemporaneos, impondo um custo direto em
tempo de inferéncia e em consumo energético.

A dependéncia sequencial entre os tokens faz com que cada nova
palavra exija o processamento cumulativo de todas as anteriores,
tornando a geragio textual um processo intensivo em recursos
computacionais e energia elétrica, mesmo em data centers de dl-
tima geragao.

A Matematica por tras do Transformer de Uaswani
Cada elemento de PE era calculado de forma deterministica,
usando fungdes senoidais alternadas que variavam com a posi¢do

(pos) e com o indice da dimensio (7):

N i (PO
PE(pOS, 22) = S (100002i/dmodel >
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PE(pos,2i+ 1) = cos ( pos )

IOOOOQi/dmodel

Com a matriz de entrada pronta, Vaswani projetava (X') em trés
subespagos lineares distintos (consultas, chaves e valores) multi-
plicando-a por trés matrizes de pesos aprendiveis (W), (Wk) e

(Wy) € RImederk resultando em:
Q=X'Wo
K = X'Wg
V=XWy

O resultado, normalizado pela raiz quadrada de dj; era transformado em
probabilidades pelo Softmax, formando a matriz de pesos de atengio A:

= Softma QK
A-Sftmx(\/Ek)

A partir de A, o modelo calculava a nova representacio contextual
de cada token como uma combinagdo ponderada dos valores V:

Attention(Q, K, V') = Softmaz <QKT)V
¢ ) 43 - - = k
Vd

Cada cabeca calculava atengdo com matrizes de pesos préprias
Waoay: Wik, Wy , e cada uma delas se especializava em tipos
diferentes de relagdes linguisticas: sintdticas, semanticas ou posi-
cionais. Suas saidas eram entdo concatenadas e reorientadas por
uma projecio linear Wp € Rk dmodel;

MultiHead (Q, K, V) = Concat(head’, ..., heady)Wo
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Essa multiplica¢io final misturava as dire¢es aprendidas por cada
cabega, restabelecendo o vetor de cada token ao espago original de
512 dimensdes. O resultado passava por uma conexdo residual,
somando a entrada original X’ ao vetor de aten¢io:

7' = X' + MultiHead(Q, K, V)

Em seguida, aplicava-se a normalizagio de camada (LayerNorm
), que recentrava e reescalava cada vetor, garantindo estabilidade
numérica:

Ty — [

Vo?+te

LayerNorm(x;) = v X

O resultado dessa normaliza¢io alimentava uma pequena rede
neural densa, aplicada individualmente a cada token, chamada de
Feed-Forward Network (FFN). Ela expandia o vetor para qua-
tro vezes sua dimensao original, aplicava uma fungio de ativagio
ReLU e, em seguida, projetava de volta ao tamanho original:

FFN (z) = max(0, zW*' + b )W? + b

O vetor resultante passava novamente por soma residual e norma-
lizagdo, completando um bloco Transformer:

H = LayerNorm(X + MultiHead (X))
Block(X) = LayerNorm(H + FFN(H))

Esse bloco era repetido seis vezes no encoder e seis vezes no decoder.

No decoder, a médscara M era uma matriz triangular inferior de-

finida por:
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Mi]’ - O, se ] < i—OO, se 7 > q

e aplicada antes do Softmax, anulando as posi¢des proibidas, ji
que (=) = (. O decoder também introduzia um segundo me-
canismo de aten¢do, o encoder-decoder attention, em que as que-
ries () provinham do decoder e as keys e values (/,V') do encoder
- permitindo que o modelo “consultasse” as informagdes da frase
original enquanto gerava a tradugio.

A camada final projetava o vetor oculto (ht) de cada token sobre
o espago do vocabuldrio, com a matriz de embeddings (WE), ob-
tendo os logits:

. o T
logits = hW
e convertendo-os em probabilidades com o Softmax:
elogiti

Py = w; | Yy, X) = S or,
J

O token de maior probabilidade era entdo escolhido e realimen-
tado ao modelo, fechando o ciclo autorregressivo.

Usos comerciais do Transformer de Uaswani et al.

A arquitetura Transformer, apresentada por Vaswani et al. em
2017 no artigo “Attention Is All You Need”, marcou uma ruptura
definitiva com os modelos recorrentes.

Ao eliminar as RNNs e LSTMs, substituindo-as por mecanismos
de atencgdo totalmente paralelizaveis, tornou-se possivel treinar
modelos de linguagem em larga escala com eficiéncia e desempe-
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nho inéditos. Essa mudanga redefiniu a inddstria de NLP a par-
tir de 2018 e segue sendo o paradigma matematico dos modelos
LLM contemporaneos.

Um dos primeiros usos industriais de grande visibilidade foi o
BERT, apresentado pelo Google em 2018 como modelo de repre-
senta¢do de linguagem e aplicado depois ao Google Search, em
2019, para melhorar a compreensio contextual das buscas.

Poucos meses depois, a Microsoft também integrou variantes ba-
seadas em Transformer a seus sistemas de tradugio, busca e as-
sistentes digitais, aprimorando a contextualizagio das respostas e
refor¢ando que a arquitetura deixava rapidamente o campo expe-
rimental para entrar em produtos comerciais.

No mesmo periodo, o OpenAl GPT mostrou o potencial ge-
nerativo dos Transformers ao produzir texto coerente em escala,
inaugurando uma nova etapa dos modelos de linguagem de pro-
posito geral. Se o BERT reforgava o lado do entendimento de
linguagem, o GPT apontava para a gera¢io de linguagem.

Entre 2019 e 2021, a arquitetura Transformer tornou-se a espi-
nha dorsal de praticamente todos os grandes modelos de NLP,
como T5, do Google, GPT 2 e GPT 3, da OpenAl, RoBERTs,
da Meta, XLNet, do Google e da Carnegie Mellon University,
e Megatron, da NVIDIA. Plataformas comerciais comegaram a
oferecer APIs e produtos baseados nesses modelos para corregio
gramatical, redagdo automatizada, sumarizagio, busca semantica,
classificacdo de texto e automagio de atendimento.

O GPT 2, langado pela OpenAl em fevereiro de 2019 com 1,5
bilhdo de parimetros, ampliou esse debate ao demonstrar maior
capacidade de geragio textual e ao ser inicialmente restrito por ra-
zbes de seguranga, em um processo de libera¢do gradual. Foi mais
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um marco técnico e publico do que um marco comercial direto.

O salto comercial mais claro veio com o GPT 3, em 2020. Em
junho daquele ano, a OpenAl abriu sua API para empresas e de-
senvolvedores, permitindo que o modelo fosse integrado a produ-
tos de redagio, busca, classificagio, resumo e automagio textual.
Poucos meses depois, a Microsoft obteve licenga para incorporar
GPT 3 aos seus préprios produtos e servigos, sem impedir o aces-

so de outros usudrios pela API da OpenAl.

Ainda antes de 2022, comegaram a surgir aplicagdes comerciais
mais visiveis. Al Dungeon usou GPT 3 para gera¢io narrativa em
jogo interativo. Algolia explorou o modelo em busca semantica
em linguagem natural. Jasper, entdo Conversion.ai, avangou no
uso de GPT 3 para textos de marketing e publicidade. Quizlet
passou a explorar o modelo em ferramentas de estudo adaptati-
vo. Outras empresas testaram usos em atendimento, moderagao,
anilise de feedback, escrita assistida e classificagio de conteddo.

A partir de 2022, com a chegada de modelos como GPT 3.5,
ChatGPT e Claude, os Transformers se consolidaram como in-
fraestrutura de base da economia da IA, impulsionando assisten-
tes corporativos, copilotos de programagcio, ferramentas criativas
de texto, imagem e video, sistemas de busca aumentada e automa-
¢oes baseadas em linguagem natural.

A arquitetura de Vaswani ndo apenas aprimorou o desempenho
técnico. Ela redefiniu o conceito de produto de IA comercial.

Usos comerciais iniciais de GPT 3 (antes de 2022)

Jun 2020 - langamento da API GPT-3 para empresas e devs.
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A OpenAl abriu uma APT “text in, text out”, permitindo integrar
GPT-3 em produtos (NLP geral, prototipagem, automagio).

Set 2020 - licenga exclusiva da Microsoft.
A Microsoft obteve licenga para incorporar GPT-3 em seus pré-
prios produtos/servigos, em paralelo ao acesso publico via API.

Jul 2020 - AT Dungeon (Latitude) lan¢a “Dragon” em GPT-3.
Jogo narrativo com geragdo de histérias dindmicas para usudrios
premium, rodando em modelo baseado em GPT-3.

2020 - Algolia integra GPT-3 no “Answers”.

Busca semintica em linguagem natural para publishers e help
desks, co-anunciada pela OpenAl como case de langamento.
2020 - Koko e Replika exploram GP'T-3 em satide mental/companions.
Koko (triagem de crise) e Replika (companheiro conversacional)
aparecem entre os primeiros usudrios da API.

2020 - Reddit testa GP'T-3 para moderagio.
Exploragio de automagio de moderagio e suporte interno com a
API em fase inicial.

Set 2020 a 2023 - Quizlet adota GPT-3 para estudo adaptativo.
A empresa relata colabora¢io com a OpenAl desde 2020 (voca-
buldrio, practice tests) e, mais tarde, amplia para tutorias.

Jan 2021 - Jasper (ex-Conversion.ai) estreia com GPT-3 para
marketing.

Ferramenta de copy para anincios e contetido, um dos primeiros
“app layers” comerciais sobre GPT-3.

Mar 2021 - onda de “apps de GPT-3".
A OpenAl destaca dezenas de apps comerciais (incluindo Algolia
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Answers) na primeira vitrine pablica de parceiros.
2021 - estudos e cases setoriais (ex.: andlise de feedback com Via-

ble). Uso de GPT-3 para resumir e classificar feedback de clientes

em escala.

Linha do tempo do Transformer

2014: Sutskever, Vinyals e Le publicam o modelo Seq2Seq com

redes recorrentes.

2015: Bahdanau, Cho e Bengio apresentam o mecanismo de
atengdo aplicado a tradugio neural.

2015: TensorFlow ¢ langado pelo Google.

2016: PyTorch comega a ganhar espago como framework de deep
learning.

2017: Vaswani et al. publicam “Attention Is All You Need”.

2017: O Transformer elimina a recorréncia como eixo estrutural
do modelo.

2017: O modelo passa a usar embeddings somados a positional
encoding.

2017: A atengdo passa a ser calculada por Query, Key e Value.
2017: O modelo introduz o uso sistemdtico de multi head attention.

2017: O Transformer original usa seis camadas no encoder e seis
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camadas no decoder.

2017: O decoder usa masked self attention para impedir acesso a
tokens futuros.

2017: O decoder usa encoder decoder attention para consultar a
saida do encoder.

2017: O cédigo do Transformer aparece no ecossistema Tensor-

2Tensor, do Google.

2018: O GPT, da OpenAl, mostra o potencial generativo dos

Transformers.

2018: O BERT, do Google, mostra a for¢a dos Transformers no

entendimento de linguagem.
2019: O Google anuncia o uso de BERT no Google Search.
2019: A OpenAl langa o GPT 2, com 1,5 bilhdo de pardmetros.

2019: RoBERTa, XLNet e outros modelos ampliam o uso de
Transformers em NLP.

2020: A OpenAl langa a API do GPT 3 para empresas e desen-

volvedores.

2020: A Microsoft obtém licenga para incorporar GPT 3 em seus
produtos e servigos.

2020: AT Dungeon usa GPT 3 em geragio narrativa interativa.

2020: Algolia explora GPT 3 em busca semintica.
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2020: Koko e Replika exploram GPT 3 em aplica¢des conversa-
cionais.

2020: Reddit testa GPT 3 em moderagio.

2020: Quizlet inicia colaborag¢io com a OpenAl em ferramentas
de estudo.

2021: Jasper, entdo Conversion.ai, usa GPT 3 para textos de
marketing.

2021: OpenAl divulga uma primeira onda de aplicagées comer-
ciais baseadas em GPT 3.

2021: ViT, Vision Transformer, amplia o uso da arquitetura
Transformer para visdo computacional.

2022: ChatGPT populariza os modelos conversacionais baseados
em Transformer.

0 que possibilitou a sofisticacdo matematica do Transformer
de Uaswani

A primeira vista, o Transformer parece um salto repentino, um
avango matemadtico de magnitude inatingivel, como se Vaswani e
seus coautores tivessem inventado um novo universo de calculo.

Mas a verdade ¢ mais interessante. O Transformer nio nasceu do
nada, e tampouco foi fruto apenas de genialidade individual. Ele
foi, sobretudo, uma escolha dentro de um ecossistema ji pronto,
um conjunto de pecas que vinham sendo construidas por décadas.

Quando o artigo Attention is All You Need foi publicado, em 2017,
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o terreno técnico ji estava fértil. As GPUs haviam se tornado
acessiveis, os frameworks de deep learning ji encapsulavam toda a
dlgebra linear necessdria, e o Python havia se consolidado como a
lingua franca da ciéncia de dados. O papel de Vaswani e sua equipe
foi reorganizar essas pegas, nio as reinventar.

O modelo original foi implementado pelo time do Google Re-
search, e seu primeiro cédigo publico apareceu pouco depois, na
biblioteca Tensor2Tensor (T2T), liderada por Lukasz Kaiser, co-
autor do artigo e engenheiro sénior do Google Brain.

O cédigo-fonte completo do modelo, incluindo encoder, decoder,
Jfeed-forward e camadas de atengdo, somava milhares de linhas.
Mas o nuicleo matemitico, a Scaled Dot-Product Attention, cabia
em menos de 50 linhas de Python.

O que fazia essa simplicidade possivel era o que estava por trés:

- TensorFlow (langado em 2015) e o emergente PyTorch
(2016) ja traziam operagdes vetorizadas otimizadas (multi-
plicagdes de matrizes, softmax, dropout, convolugdes), tudo
implementado em C++ e CUDA, mas acessivel via Python.

- O mecanismo de autograd realizava automaticamente o
backpropagation: bastava descrever o forward, e o framework
cuidava dos gradientes.

- As bibliotecas jd dispunham de infraestrutura de batching,
datasets, inicializagio de pesos e otimizadores (como Adam

e RMSProp).

Assim, Vaswani e seus colegas ndo precisaram reescrever a mate-
matica de base. Eles apenas rearranjaram essas fungoes, multipli-

n



AINTELIGENCIA ARTIFICIAL CONTADA

cacoes de matrizes, normalizagoes, fungdes nio lineares, em uma
estrutura nova e coerente. O que antes exigiria milhares de linhas
em C++ ou CUDA pode ser expresso, em 2017, com poucas de-
zenas em Python.

Em certo sentido, o Transformer foi inevitivel. A infraestrutura
estava madura o suficiente para que alguém, mais cedo ou mais
tarde, conectasse as ideias certas. A atencio escalonada era apenas
a peca que faltava para encaixar na caixa de ferramentas que ji
existia: GPUs rdpidas, dackpropagation eficiente, bibliotecas estd-
veis e datasets massivos.

Por isso, compreender o Transformer é também compreender o
tempo em que ele surgiu. Sua sofisticagio matemdtica ndo foi um
acidente, mas o resultado de um longo processo de descobertas,
erros e ferramentas. Quando as condi¢des convergiram (hardware,
software e teoria), a arquitetura simplesmente aconteceu. Como
tudo, inovagdo incremental da humanidade.
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Embora o Transformer de Uaswani tivesse sido divulga-
do em junho de 2017 e sua arquitetura tivesse dispen-
sado a parte mais complexa dos modelos de recorréncia,
em funcao dos mecanismos de aten¢ao, uma parcela re-
levante da pesquisa ainda se concentrava nos modelos
recorrentes, principalmente nas LSTMs examinadas nos
capitulos 5,6 e 7.

Nos meses de janeiro e fevereiro de 2018, foram divulgados dois
trabalhos baseados na arquitetura de portdes, memoria e atualiza-

¢do sequencial das LSTMs: ULMFiT e ELMo.

De forma simplificada, os pesquisadores dessas iniciativas parti-
ram de uma arquitetura recorrente ja consolidada, mas procura-
ram modificar a maneira como o conhecimento adquirido durante
o treinamento poderia ser preservado e reutilizado. Eles investi-
ram na hipétese de que um modelo treinado sobre um corpus
amplo poderia aprender regularidades linguisticas transferiveis
para outros conjuntos de dados e outras tarefas, evitando treinar
novamente toda a estrutura linguistica desde o inicio para cada
tarefa e reduzindo o custo de treinamento e o volume de exemplos
classificados por humanos. ULMFiT e ELMo ajudaram, assim, a
consolidar o transfer learning em NLP (Natural Language Proces-
sing), embora por caminhos diferentes.

O ULMEFiT pegava um modelo que ja havia aprendido padrdes
gerais da linguagem e o adaptava a uma nova tarefa. O ELMo
aproveitava o que o modelo havia aprendido sobre o significado
das palavras em cada contexto e transferia esse conjunto de re-
presentagdes contextuais para outros modelos. Vamos olhar para
as melhorias dos dois modelos, o que nos ajudard a compreender
como o aprendizado adquirido podia ser preservado e reutilizado.
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Para compreender as contribui¢ées do ULMFiT e do ELMo,
precisamos voltar um pouco no tempo e olhar para a LSTM.
Quando uma LSTM recebia uma palavra, representada pelo ve-
tor 1, ela também consultava duas informagoes trazidas do passo
anterior:

ht — 1: o estado de saida anterior;
ct — 1: a memoria acumulada.

Trés portdes controlavam o fluxo dessas informagdes:
Jo = o(Wylhe—1, 2] + by)
iy = o(Wilhy—1, 2] + ;)

Oy = U(Wo[ht_l, xt] + bo)

Ao mesmo tempo, a rede produzia uma nova informagio candi-
data a entrar na memoria:

615 == tanh(Wc[ht_l, ﬁljt] + bc)

O vetor Ct nio era ainda a nova memdria. Ele continha as infor-
magdes candidatas, construidas a partir da palavra recebida e do
estado de saida anterior.

O portio [t determinava quanto da memdria anterior deveria ser
preservado. O portio %+ controlava quanto da nova informagio
candidata seria acrescentado 4 memoria. Finalmente, o portio
0t determinava quanto da memdria atualizada seria apresentado
como saida.
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Como a fungio sigmoide (0) produzia valores entre zero e um,
cada portio funcionava como uma torneira: zero fechava a passa-
gem e um permitia a passagem completa. Valores intermedidrios
deixavam passar apenas parte da informagao.

A memdria era entdo atualizada:
c=ftOc_1+1OC¢

A primeira parcela preservava uma fragdo da meméria anterior. A
segunda acrescentava uma fragdo da nova informacio candidata.
Finalmente, a LSTM produzia uma nova saida:

h; = o © tanh(c¢;)

Esse processo se repetia palavra por palavra. A LSTM nio guar-
dava a frase literalmente; mantinha uma representagdo numérica
continuamente atualizada daquilo que havia julgado relevante. A
cada atualizagdo, parte da informagio anterior podia ser atenuada
ou descartada. Com isso, um elemento que parecesse pouco im-
portante em determinado momento poderia deixar de estar dis-
ponivel quando se tornasse necessario mais adiante, o que para os
pesquisadores era o problema a ser resolvido nas LSTMs.

E essa era justamente uma das vantagens do mecanismo de aten-
¢do: em vez de depender apenas de uma memoria comprimida e
continuamente sobrescrita, o modelo podia voltar diretamente as
representacoes das diferentes palavras da sequéncia.

Na tentativa de ampliar a utilidade da arquitetura LSTM, ne-
nhum dos dois métodos alterou radicalmente sua légica matema-
tica. Suas inovagdes, entretanto, atacavam o problema de formas
diferentes. O ULMFiT procurava adaptar os parimetros do mo-
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delo sem apagar o conhecimento adquirido no pré-treinamento.
O ELMo mantinha a rede pré-treinada essencialmente congela-
da e reutilizava suas representagées internas. O ULMEFiT tam-
bém reduzia, por meio do concat pooling, a dependéncia exclusiva
do dltimo estado da sequéncia.

ULMFiT: controlar matematicamente o que deve mudar

O ULMEFiT nasceu da aproximagio entre experimentagio prati-
ca e formaliza¢do académica. Jeremy Howard e Sebastian Ruder
encontraram uma solugio para adaptar um modelo de linguagem
a uma nova tarefa sem apagar abruptamente o conhecimento ad-
quirido durante o pré-treinamento.

Jeremy Howard nasceu em Londres, em 1973, mas mudou-se
ainda crianca para Melbourne. Estudou filosofia na Universidade
de Melbourne, com interesse particular por ética, cognicio e in-
teligéncia. Portanto, nao veio de uma graduagio convencional em
ciéncia da computagio, matemadtica ou engenharia.

Trabalhou durante aproximadamente oito anos em consultoria,
passando por McKinsey e A.'T. Kearney, e depois fundou diversas
empresas australianas. Também foi presidente e cientista chefe do
Kaggle, depois de alcancar as primeiras posi¢des em suas com-
peti¢des internacionais de ciéncia de dados. Em 2016, fundou a
fast.ai com Rachel Thomas, onde continua como cofundador e
pesquisador. E também cofundador do Answer.Al laboratério de
pesquisa aplicada criado com Eric Ries em 2023, e é professor ho-
norério da Universidade de Queensland. Integra ainda o Stanford
Digital Economy Lab como Digital Fellow.

Sebastian Ruder é cidaddo alemio e estudou linguistica compu-

180



AINTELIGENCIA ARTIFICIAL CONTADA

tacional na Universidade de Heidelberg, na Alemanha. Depois,
iniciou um doutorado no Insight Centre for Data Analytics, liga-
do a National University of Ireland Galway. Sua tese, concluida
em 2019, recebeu o titulo Neural Transfer Learning for Natural
Language Processing. E atualmente pesquisador da Meta, em Ber-
lim. Seu trabalho concentra-se nas capacidades multilingues dos
LLMs e em métodos de avaliagio.

Howard havia desenvolvido e apresentado em seu curso da fast.
ai 0 método que daria origem ao ULMFiT. Segundo o préprio
Howard, Ruder tomou conhecimento do trabalho por meio do
curso e entrou em contato, argumentando que os resultados deve-
riam ser publicados. Ruder ofereceu-se para escrever o artigo, que
também poderia integrar sua trajetéria de doutorado, e Howard
aceitou a colaboragio. Dessa aproximagio nasceu o artigo assina-
do pelos dois e divulgado em janeiro de 2018.

A principal inovagio nio estava nos portdes da LSTM, mas no
controle matemdtico de como o modelo deveria aprender uma
nova tarefa sem destruir o conhecimento adquirido anteriormen-
te.

A matematica por tras do ULMFT

A contribui¢io do método ULMFiT estava em organizar a trans-
feréncia e desenvolver mecanismos para modificar os parimetros
sem apagar abruptamente o conhecimento adquirido anterior-
mente. O processo possuia trés etapas claramente separadas.
Como a matemadtica da primeira etapa, o pré-treinamento geral
do modelo de linguagem, j foi apresentada no inicio do capitulo,
interessa agora observar o que o método acrescentou ao processo
de transferéncia.
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Um modelo treinado sobre textos gerais encontraria distribui¢des
diferentes ao ser levado para um novo dominio. Avaliagées de fil-
mes, documentos juridicos e mensagens de clientes, por exemplo,
utilizam vocabuldrios e construgbes préoprias.

Por isso, na segunda etapa, o ULMFiT continuava treinando o
modelo de linguagem sobre os textos do novo dominio. Ainda
nio era necessdrio utilizar os rétulos da tarefa. O modelo conti-
nuava tentando prever a préxima palavra, mas agora aprendia as
particularidades do conjunto de textos em que seria empregado.

Uma atualiza¢do comum dos parimetros seria:

9,5 - 0,571 — UVQJ(Q)

Nessa expressio, Vo/(9) é o gradiente da fungio de erro. Ele apon-
ta para a dire¢do em que o erro cresce mais rapidamente. O sinal
negativo faz os parimetros caminharem na dire¢do oposta, na
qual o erro tende a diminuir. O valor ], chamado taxa de aprendi-
zagem, determina o tamanho de cada mudanca, como vimos em
capitulos anteriores.

O problema era que aplicar a mesma velocidade a toda a rede
poderia modificar excessivamente as camadas que continham pa-
drées linguisticos mais gerais. Para evitar isso, o ULMFiT in-
troduziu o discriminative fine-tuning: cada camada recebia sua
prépria taxa de aprendizagem.

Para a camada [, a atualizagio passava a ser:

6L — 0L, — 'V (0)

O artigo escolhia primeiro a taxa da camada superior, represen-
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tada por 1", e reduzia progressivamente a velocidade das camadas
inferiores:

Alégica era simples. As camadas inferiores haviam aprendido pa-
drdes mais gerais da linguagem e deveriam mudar lentamente. As
superiores, mais préximas da saida e da tarefa especifica, poderiam
mudar mais rapidamente.

O ULMFiT também modificava a taxa de aprendizagem ao lon-
go do tempo. Em vez de manter uma velocidade constante, utili-
zava o slanted triangular learning rate: a taxa subia rapidamente
no comego do treinamento e depois diminuia durante um periodo
mais longo.

Se T representa o nimero total de atualiza¢oes e 9 a fragdo reser-

vada ao crescimento inicial, podemos representar o ponto em que
a taxa deixava de subir por:

c=|Tq]

Como € precisa identificar uma atualizagio inteira, o resultado
era arredondado para o inteiro inferior.

A posigio relativa dentro das fases de crescimento e redugio era
calculada por:
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A taxa de aprendizagem no momento # era entio:

1 —l—pt(r — 1)
T

Tt = Tlmax

O valor 7" indicava quantas vezes a taxa minima era menor que a
mdxima:

. Tlmax
Tlmin —
r

No artigo, os autores geralmente utilizaram ¢ = 0,1 e 7" = 32. Isso
significava que a taxa crescia durante os primeiros 10% das atuali-
zag¢des e diminuia durante os 90% restantes. O crescimento inicial
permitia chegar rapidamente a uma regido util dos parimetros. A
redugdo posterior permitia fazer ajustes menores, diminuindo o
risco de ultrapassar uma boa solugio.

As duas ideias podiam operar simultaneamente. A camada supe-
rior seguia o ciclo de crescimento e redugéo, enquanto as inferio-
res acompanhavam o mesmo movimento com taxas progressiva-
mente menores. Podemos representar essa relagio por:

I 77tL
e

Ao final dessa etapa, o modelo ainda era um modelo de lingua-
gem. A diferenca era que agora conhecia tanto os padrdes gerais
aprendidos no corpus amplo quanto as particularidades linguisti-
cas do novo dominio.

Na terceira etapa, o ULMFiT acrescentava ao modelo de lingua-
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gem duas estruturas lineares destinadas a classificagdo. Somente
essas novas estruturas comecavam com parametros aleatérios. As
camadas recorrentes traziam os parimetros acumulados nas duas
etapas anteriores.

Se a tarefa fosse classificar uma avaliagio como positiva ou nega-
tiva, por exemplo, o sistema precisava transformar todos os esta-
dos produzidos durante a leitura do texto em uma representagio
Unica.

Considere o conjunto de estados da ultima camada da LSTM:

H:{h’lahQa"')hT}

Usar apenas "z, o tltimo estado, criava uma fragilidade. Uma pa-
lavra decisiva poderia aparecer no comego ou no meio do docu-
mento e perder influéncia durante as atualiza¢ées seguintes.

O ULMEFiT enfrentava esse problema por meio do concat poo-
ling. O método reunia trés informagoes:

he = [hr ; maxpool(H) ; meanpool( H)]

Nessa expressao:

- hr era o dltimo estado produzido pela LSTM;

- maxpool(H) conservava, em cada dimensio, o maior valor en-
contrado ao longo do texto;

- meanpool(H) calculava, em cada dimensdo, a média dos estados
produzidos;

- os pontos e virgulas indicavam que os trés vetores eram conca-
tenados, isto é, colocados lado a lado
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Assim, o classificador nio dependia exclusivamente daquilo que
restasse no final da sequéncia. Uma caracteristica importante po-
deria permanecer no valor maximo ou influenciar a média, mes-
mo que tivesse perdido forga no ultimo estado.

De forma simplificada, as duas estruturas lineares acrescentadas
ao modelo podiam ser representadas por:

z = ReLU(Wth -+ bl)

y = softmax(Waz + ba)

O vetor 2z era uma transformagio intermedidria da representa-
¢do do documento. A fungio Softmax convertia a saida final em
probabilidades para as classes possiveis. Na implementagio, essas
estruturas também utilizavam normalizag¢ido e dropout, omitidos
aqui para manter visivel a l6gica principal.

Descongelar sem apagar

O momento mais delicado surgia quando o classificador e a
LSTM comegavam a ser ajustados conjuntamente com os exem-
plos rotulados. Se todas as camadas fossem liberadas a0 mesmo
tempo, uma adaptagio agressiva poderia alterar os parimetros ge-
rais e eliminar parte do beneficio do pré-treinamento. Esse feno6-
meno é chamado de esquecimento catastréfico.

Para reduzir esse risco, o ULMFiT utilizava o descongelamento
gradual. Primeiro, ajustava apenas a camada superior. Depois de
uma época de treinamento, liberava a camada imediatamente in-
terior. O processo continuava, uma camada por vez, até que toda
a rede estivesse disponivel para ajustes.
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As camadas jd liberadas continuavam sendo treinadas quando
uma nova camada era acrescentada. Ao mesmo tempo, o discri-
minative fine-tuning mantinha velocidades menores nas regices
inferiores da rede. O descongelamento gradual controlava quando
cada camada podia mudar, as taxas discriminativas controlavam
quanto ela podia mudar, e o ciclo triangular controlava como essa
velocidade variava ao longo do treinamento.

Documentos longos e duas diregoes

Para tornar vidvel a classificagdo de documentos longos, que nio
podiam ser processados de uma s6 vez, o ULMFiT utilizava uma
adaptacdo da retropropagagio através do tempo chamada BPTT
Jor Text Classification — BPT3C. O documento era dividido em
blocos. O estado final de um bloco iniciava o bloco seguinte, en-
quanto o sistema preservava os estados necessrios para calcular
os valores maximo e médio usados pelo concat pooling.

O artigo também treinava um modelo da esquerda para a direita
e outro da direita para a esquerda. Entretanto, eles ndo eram com-
binados internamente como veremos no ELMo. Se ¥r representa
a previsio do classificador que lia para a frente e U5 a previsio
daquele que lia para trés, o resultado era a média das duas:

A:QF_‘_/QB
Y 2

Portanto, o ULMFiT nio inventou uma nova memdria para a
LSTM e nido modificou seus portdes. Sua contribui¢io foi orga-
nizar matematicamente a transferéncia do aprendizado. O mo-
delo aprendia primeiro a linguagem geral, adaptava-se depois a
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linguagem do novo dominio e, somente entdo, aprendia a tarefa
supervisionada. Durante essa passagem, diferentes mecanismos
controlavam a velocidade das alteragdes, o momento em que cada
camada podia mudar e a maneira de reunir informagées distribu-
idas ao longo do texto.

ELMo: abrir a LSTM e aproveitar suas camadas internas

O ELMo nasceu de uma colaboragio concentrada em Seattle, nos
Estados Unidos, entre o Instituto Allen para IA e a Universidade
de Washington. O artigo reuniu sete pesquisadores: Matthew E.
Peters, Mark Neumann, Mohit Iyyer, Matt Gardner, Christopher
Clark, Kenton Lee e Luke Zettlemoyer.

Matthew Peters, matemidtico de formacio e principal nome as-
sociado 2 cria¢io do ELMo, trabalhava no Allen Institute e atu-
almente é cofundador da Envive, onde desenvolve modelos de
linguagem para agentes comerciais. Mark Neumann, também
ligado ao nucleo técnico do AI2 e do AllenNLP, transferiu poste-
riormente seu trabalho com representagdes neurais para modelos
de materiais e proteinas, atuando hoje na EvolutionaryScale, in-
corporada ao Biohub.

Mohit lyyer, entio Young Investigator do Al2, seguiu a carrei-
ra académica e tornou-se professor associado na Universidade de
Maryland. Matt Gardner, doutor pela Carnegie Mellon e criador
da plataforma AllenNLP, passou pela Scaled Cognition e atual-
mente trabalha no Microsoft Al.

Do lado da Universidade de Washington estavam os doutorandos
Christopher Clark e Kenton Lee, orientados por Luke Zettle-
moyer. Clark retornou posteriormente ao Allen Institute, onde
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hoje pesquisa modelos que combinam linguagem e visdo. Lee in-
gressou no Google e, poucos meses depois do ELMo, tornou-se
um dos autores do BERT, constituindo a ligagio mais direta entre
a linhagem das LSTMs e a nova geragio baseada em Transfor-
mers que veremos nos capitulos adiante.

Zettlemoyer, doutor pelo MIT e professor da Universidade de
Wiashington, tornou-se também diretor de pesquisa na Meta. A
equipe do ELMo acabou, assim, espalhando sua influéncia por
universidades, grandes empresas de tecnologia, startups e aplica-
¢oes cientificas da inteligéncia artificial.

O grupo do ELMo nio representava simplesmente uma resistén-
cia ao Transformer. Ele estava tentando resolver, com as melhores
redes recorrentes disponiveis, o mesmo problema que modelos
posteriores, baseados no mecanismo de atengio, resolveriam em
outra escala: como treinar uma representagio geral da linguagem
e fazé-la circular entre diferentes tarefas.

O ELMo seguiu um caminho diferente do ULMFiT. Em vez
de adaptar toda a rede para cada nova tarefa, utilizava os estados
internos de uma LSTM ja treinada como fonte de representagdes
linguisticas. O artigo foi submetido em 15 de fevereiro de 2018
e recebeu o prémio de melhor artigo longo da NAACL daquele

ano.

O sistema possuia duas pilhas de camadas LSTM. A primeira
percorria a frase da esquerda para a direita e tentava prever a pa-
lavra seguinte. A segunda percorria a frase no sentido contrério
e tentava prever a palavra anterior. Desse modo, em uma frase
como “ele foi ao banco para depositar dinheiro”, a representagio
de “banco” carregava informagdes vindas tanto das palavras ante-
riores quanto das posteriores. Em “ele sentou no banco da praga’,
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a mesma palavra produzia outra representagio.

Para cada palavra, o ELMo colocava lado a lado os estados pro-
duzidos pelas duas dire¢des, e o resultado era uma representagio
que reunia o que a rede havia encontrado antes e depois daquela
palavra. Esses resultados ndo eram guardados em um arquivo de
frases prontas para consulta. O que permanecia armazenado eram
os pardmetros aprendidos pelas LSTMs durante o treinamento.
Diante de uma nova frase, o ELMo utilizava esses parimetros
para produzir novas representagdes contextuais.

O ELMo também mostrou que as diferentes camadas da LSTM
aprendiam tipos distintos de informagio. A representagio inicial,
construida a partir dos caracteres, capturava aspectos da forma das
palavras. Os estados inferiores da LSTM modelavam mais aspec-
tos da construc¢do gramatical, enquanto os superiores reuniam in-
formagbes mais dependentes do significado contextual. Para cada
tarefa, o sistema aprendia quanto deveria aproveitar de cada ca-
mada e combinava essas informagdes em uma representagio final.

Essa representagio era entdo entregue ao modelo encarregado da
nova tarefa. Um classificador de sentimentos, por exemplo, con-
servava sua propria arquitetura, mas passava a receber, junto com
cada palavra, a informagio contextual produzida pelo ELMo. O
conhecimento era transferido, portanto, por meio desses veto-
res contextuais, sem a necessidade de treinar novamente toda a

LSTM para cada aplicagio.

A matematica por tras do ELMo

A matematica da LSTM permanecia a mesma: seus portées con-
tinuavam decidindo quais informagées deveriam entrar, perma-
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necer ou sair do estado de meméria. A inovagio do ELMo estava
na maneira de treinar duas redes em sentidos opostos e combinar
os resultados produzidos por suas diferentes camadas.

Considere uma frase formada pelas palavras:

wi1,W2, ..., WN

A LSTM que percorria o texto da esquerda para a direita aprendia
a calcular a probabilidade de cada palavra a partir das anteriores:

P(wy | wi, ..., wi_1)

Na dire¢do contrdria, a segunda LSTM aprendia a calcular a pro-
babilidade da mesma palavra utilizando as palavras posteriores:

P(wk' | wk+17"'7wN)

O treinamento procurava reduzir simultaneamente os erros das
duas diregdes:

N
Joitm = —Z [log P(wy | wi, ..., we—1) + log P(wy | Wii1, ..., wn)]

k=1

Esse modelo de linguagem bidirecional era representado pela si-
gla 6iLM , que significa bidirectional language model, ou. Quanto
menor fosse o valor dessa fun¢io de erro, melhor a primeira dire-
¢do estaria prevendo as palavras com base no contexto anterior e
melhor a segunda estaria fazendo a previsdo correspondente com
base no contexto posterior.

Os estados recorrentes das duas dire¢bes ndo eram misturados
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enquanto a frase era percorrida. As LSTMs possuiam pardmetros
recorrentes separados, embora as duas dire¢des compartilhassem
a representacio inicial das palavras e os pardmetros da camada de
saida. Cada dire¢do produzia sua prépria sequéncia de estados, e
as duas leituras eram combinadas posteriormente.

—
P,

fors

O simbolo k indica a posigio da palavra na frase, enquanto J
identifica a camada da rede. A seta mostra o sentido em que a
frase foi percorrida.

Para cada palavra e em cada camada contextual 7 = 1, 0 ELMo
concatenava os dois estados:

—
hii = [P ; ?E}

O ponto e virgula representa a concatenagio: os valores dos dois
vetores eram colocados lado a lado, sem que um apagasse ou subs-
tituisse o outro. A representa¢do de uma palavra passava, assim, a
carregar informagdes extraidas dos dois lados da frase.

No caso da palavra “banco”, por exemplo, a primeira dire¢do po-
deria carregar informagdes provenientes de “ele foi ao”, enquanto
a dire¢do contrdria encontraria “para depositar dinheiro”. A con-
catenacdo reunia as duas leituras em um dnico vetor contextual.

O ELMo nio utilizava apenas o resultado da dltima camada. Para
a palavra localizada na posicio k, conservava o conjunto de repre-
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sentac¢oes produzidas ao longo da rede:

Ry = {hro, hea, - her}

A representacdo da camada zero correspondia 4 forma inicial da
palavra, construida a partir de seus caracteres. As demais provi-
nham das sucessivas camadas bidirecionais da LSTM. Cada ca-
mada observava a frase a partir daquilo que havia sido produzido
pela camada anterior.

omo essas camadas capturavam informagdes diferentes, o 0o
C d tu f diferentes,0 ELM
permitia que cada aplicagio aprendesse sua prépria combinagio:

L
ELMo(" = ~® 3 s hu
7=0

O indice ? representava a tarefa. Assim, uma tarefa de classifi-
cagio de sentimentos e uma tarefa de identificagio de pessoas e
lugares poderiam construir combinagdes diferentes para a mesma
palavra.

Os coeficientes atribuidos as camadas determinavam a participa-
¢do de cada uma delas. Eles eram normalizados para que sua soma
fosse igual a 1:

L
t) __
Zsj =1
=0

Na implementagio, essa normalizagio era obtida por uma fungio
Softmax. Podemos explicitar essa normaliza¢io por meio da se-
guinte expressao:
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(t)
a
t e

j L .o
Zm:() €

Os valores livres associados a cada camada eram ajustados du-
rante o treinamento da nova tarefa. Depois de convertidos pela
Softmax, transformavam-se nos pesos atribuidos as diferentes
camadas.

Se determinada tarefa aprendesse, por exemplo, os pesos 0,15,
0,55 € 0,30, sua representagio final utilizaria 15% da camada ini-
cial, 55% da primeira camada contextual e 30% da camada supe-
rior. Esses nimeros sdo apenas ilustrativos: cada aplicagdo apren-
dia seus préprios valores.

O coeficiente Y controlava a escala do vetor final. Ele permitia au-
mentar ou diminuir a intensidade da contribui¢io do ELMo em
relagdo as demais informacoes utilizadas pelo modelo da tarefa.

Uma das formas de integragdo consistia em concatenar o vetor
contextual a representagio que o novo modelo j4 atribufa & pala-
vra:

Py — [;gk; ELMoEﬁ}

A representacio original empregada pelo modelo da tarefa era
preservada. O vetor produzido pelo ELMo entrava como infor-
magcio adicional. O classificador ou sistema de respostas continu-
ava sendo treinado normalmente, mas agora recebia cada palavra
acompanhada do contexto calculado pela rede bidirecional.
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Durante esse processo, os pardmetros do modelo bidirecional pré-
-treinado permaneciam congelados. A nova tarefa aprendia seus
préprios pardmetros, os pesos atribuidos as camadas e o fator de
escala. Portanto, o ELMo transferia conhecimento sem copiar
frases nem treinar novamente o modelo bidirecional.

A transferéncia ocorria por meio dos vetores produzidos. A
LSTM pré-treinada funcionava como uma fibrica matemdtica
de representagdes contextuais, enquanto cada aplicagio aprendia
quais partes dessa produc¢do eram mais Gteis para o seu préprio
problema.

Aplicagdes praticas e legado comercial de ULMFiT e ELMo

Os métodos ULMFiT e ELMo nio foram comercializados como
produtos independentes, mas foram incorporados aos bastidores
de sistemas de andlise textual. O ULMFiT permitia adaptar um
modelo de linguagem inteiro a um dominio com poucos dados e
menor custo computacional do que seria necessdrio para treinar
toda a estrutura desde o inicio, enquanto o ELMo fornecia repre-
sentacoes contextuais que podiam ser acrescentadas a classifica-
dores, mecanismos de busca e sistemas de extra¢do jd existentes.

O legado comercial, porém, foi demonstrar que o conhecimento
adquirido durante o pré-treinamento poderia ser reaproveitado,
reduzindo a quantidade de dados classificados e o custo necessa-
rio para a criagdo de novas aplica¢bes de linguagem.

O ULMEFiT, com seu formato de transferéncia dos pardmetros
e possibilidade de ajustar o modelo inteiro para uma nova tarefa,
ajudou a consolidar o caminho que se tornaria dominante para os
modelos que viriam a seguir, GPT e BERT: pré-treinamento so-
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bre textos nio rotulados, seguido de fine-tuning para uma tarefa
especifica.

O GPT-1, por exemplo, substituiu a AWD-LSTM pelo Trans-
former, mas preservou os principios centrais do ULMFiT: treinar
um modelo de linguagem sobre grande quantidade de texto ndo
rotulado, acrescentar uma pequena estrutura para a tarefa dese-
jada e ajustar os pardmetros do modelo com dados rotulados. O
préprio artigo do GPT identifica Howard e Ruder como parte
da linha de trabalhos em modelos de linguagem pré-treinados e
posteriormente ajustados para classificagio. A diferenca declara-
da é que o GPT troca a LSTM pelo Transformer para alcangar
relagdes linguisticas mais longas. O GPT adotou o principio mais
importante do ULMFiT, que o conhecimento podia ser transferi-
do ajustando os préprios pardmetros de um modelo de linguagem
pré-treinado.

O ELMo, que mantinha o modelo congelado e fornecia seus es-
tados internos como vetores para outra arquitetura, reapareceu no
uso de Transformers como extratores de representa¢des contex-
tuais.

O BERT, modelo posterior que serd explorado nos capitulos se-
guintes, aproximou caracteristicas dessas duas linhas. Assim como
o ULMFiT, permitia ajustar os parimetros do modelo pré-treina-
do para uma nova tarefa. Ao mesmo tempo, assim como o ELMo,
produzia uma representagio diferente para cada ocorréncia de
uma palavra, de acordo com o contexto. A diferenga era que o
BERT construia essa contextualiza¢io simultaneamente nos dois
sentidos, dentro de todas as camadas do Transformer, e ndo por
meio de duas redes recorrentes independentes.

Nio se trata apenas de uma interpreta¢do histérica. O préprio
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artigo do BERT separa explicitamente as duas estratégias entdo
existentes: a abordagem feature-based, representada pelo ELMo, e
a abordagem de fine-tuning, representada diretamente pelo GPT
por heranga do ULMFiT. Na revisio dessa segunda linha, o arti-

go também inclui o trabalho de Howard e Ruder.

Em outras palavras, ULMFiT e ELMo foram a tltima importan-
te ponte entre a primavera da Inteligéncia Artificial e a expansio
dos grandes modelos de linguagem disponiveis ao usudrio leigo.
Na periodizagio adotada neste livro, essa primavera comega no
intervalo entre o surgimento da LSTM, em 1997, ¢ o modelo
neural de linguagem de Bengio, em 2003. ULMEFiT e ELMo nio
serviram apenas como ponte: transportaram um conjunto impor-
tante de técnicas para preservar, adaptar e transferir o aprendiza-
do. Esse percurso técnico ajudaria a formar a linhagem que, de-
pois do lancamento do ChatGPT, alcangaria uma das maiores e
mais rdpidas curvas de adogdo da histéria da tecnologia moderna.
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